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Kurzfassung 

Die Untersuchung maschineller Lernverfahren für Brettspiele stellt auch heute noch 
ein sehr interessantes Forschungsgebiet dar. Dies liegt vor allem daran, dass das Erler-
nen komplexer Spiele wie dem Schach- oder Go-Spiel nach wie vor als sehr anspruchs-
voll gilt. 

Während Menschen in der Lage sind, gewisse Zusammenhänge bzw. Gesetzmäßig-
keiten in Spielen zu erkennen und daraus die richtigen Rückschlüsse zu ziehen, ist dies 
für ein Computerprogramm deutlich schwieriger. Aus diesem Grund müssen die Ent-
wickler häufig viel spieltheoretisches Wissen in das Programm einbringen, damit der 
Lernprozess überhaupt fähig ist, auf die besonderen spielspezifischen Merkmale zu 
achten. 

In dieser Arbeit wird die Anwendung von sogenannten N-Tupel-Systemen – in Kom-
bination mit einer Reinforcement-Learning-Trainingsumgebung – auf das Spiel Vier 
Gewinnt untersucht. N-Tupel-Systeme dienen dazu, lineare Nutzenfunktionen von 
Agenten zu approximieren, sodass Stellungsbewertungen vorgenommen werden kön-
nen. Um diese Funktionen zu erlernen, werden die N-Tupel-Systeme mithilfe des Tem-
poral Difference Learnings (TDL), einem Algorithmus zur Lösung von RL-Problemen, 
trainiert. 

Das Training der Agenten erfolgte ausschließlich durch Self-Play, während des Trai-
nings kam daher kein Lehrer oder spieltheoretisches Wissen irgendeiner Form zum 
Einsatz. Dennoch gelang es, Agenten mit hoher Spielstärke zu trainieren, die in vielen 
Fällen einen perfekten Spieler schlagen konnten. Insbesondere die N-Tupel-Systeme, 
die eine sehr große Zahl an Features generieren und die passenden selektieren, tragen 
zu den außerordentlich guten Ergebnissen bei.  
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1 Einleitung und Motivation 

"Das Spiel ist die höchste Form der Forschung."  
        (Albert Einstein) 

Schon seit vielen Jahren beschäftigen sich Forscher mit der Frage, ob und inwieweit 
Maschinen jemals in der Lage sein werden, einen gewissen Grad an Intelligenz zu er-
reichen, die der menschlichen ähnlich ist. Viele Forschungszweige befassen sich mit 
der Entwicklung intelligenter Maschinen bzw. Computerprogrammen, die die Lösung 
gewisser Problemstellungen erlernen sollen. In diesem Zusammenhang wird häufig der 
Begriff der künstlichen Intelligenz (KI, engl.: artificial intelligence, AI) verwendet. Eine 
exakte bzw. allgemeine Definition des Begriffes ist jedoch schwierig,  da bereits bei der 
Beschreibung von Intelligenz im Allgemeinen die verschiedensten Auffassungen vertre-
ten werden. Der bekannte US-amerikanische Informatiker John McCarthy beschrieb 
die "Künstliche Intelligenz" folgendermaßen: 

"It is the science and engineering of making intelligent machines, especially 
intelligent computer programs. It is related to the similar task of using com-
puters to understand human intelligence, but AI does not have to confine it-
self to methods that are biologically observable."  [1] . 

Insbesondere die Untersuchung und das Erlernen von strategischen Brettspielen mi-
thilfe von Computerprogrammen hat aus Sicht der Forschung schon immer eine he-
rausragende Rolle gespielt. Eine Vielzahl von Arbeiten – mit den verschiedensten Zie-
len und Lösungsansätzen – der letzten 70 Jahre beschäftigten sich ausführlich mit der 
Entwicklung maschineller Spieler. Vor allem das Schach-Spiel fand hierbei besondere 
Beachtung. 

Bereits im Jahre 1769 erlangte Wolfgang von Kempelen, ein österreichisch-
ungarischer Staatsbeamter, mit seinem Schachtürken Berühmtheit. Es handelte sich 
hierbei um eine Maschine, die angeblich mithilfe einer komplexen Mechanik in der 
Lage war, Schach gegen menschliche Gegner zu spielen. Erst später stellte sich heraus, 
dass im Inneren der Maschine ein kleinwüchsiger Mensch versteckt werden konnte, 
der mit einer speziellen Vorrichtung die Spielzüge ausführte [2] . 

Als Autor des ersten Schachprogrammes gilt Konrad Zuse, der sein Programm in den 
Jahren 1942 bis 1945 – mit der selbst entworfenen Programmiersprache Plankalkül – 
entwickelte [3] . 
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Seitdem hat sich sehr vieles im Bereich der künstlichen Intelligenz getan. Einen neu-
en Höhepunkt erreichte die Entwicklung mit dem Sieg von Deep Blue [4] – einem 
Schachcomputer von IBM – gegen den amtierenden Schach-Weltmeister Garri Kaspa-
row. Allerdings wurde die hohe Spielstärke mithilfe eines massiv parallelen Systems 
erzielt, mit dem mehr als 2 Mio. Spielstellungen pro Sekunde untersucht werden konn-
ten. 

Brettspiele sind nicht ohne Grund eines der ältesten und meist erforschten Gebiete 
der KI, einige Eigenschaften machen sie für die Forschung besonders interessant: 

Die meisten strategischen Brettspiele besitzen ein überschaubares Regelwerk und 
ein exakt definiertes Ziel (terminierende Bedingung; unendlich lang andauernde Spiele 
sind nicht möglich), das sich während des Spiels in der Regel nicht verändert. Das Re-
gelwerk kann daher meistens sehr leicht erlernt bzw. in einem Programm umgesetzt 
werden.  

Dennoch lässt sich das angestrebte Ziel (z.B. das Schachmatt-Setzen des Gegners) 
häufig nicht ohne Weiteres erreichen, da hierfür zunächst eine ganze Reihe von Aktio-
nen nötig sind; es kann daher erst nach einer Sequenz von Aktionen eine Aussage über 
Sieg, Niederlage und ggfs. Unentschieden getroffen werden. Zwar beschränkt das Re-
gelwerk die Anzahl der möglichen Aktionen pro Zug, dennoch ist für nicht-triviale Spie-
le eine astronomisch große Zahl an möglichen Zug-Sequenzen denkbar, sodass selbst 
ein Rechner mit massiver Leistung nicht ohne Weiteres alle Kombinationen untersu-
chen kann. Aufgrund der enormen Komplexität, die viele Spiele besitzen, ist daher eine 
gewisse Form von Intelligenz nötig, um eine akzeptable Spielstärke zu erreichen. 

Ein weiterer Punkt, in dem sich die klassischen Brettspiele (mit vereinzelten Aus-
nahmen) von vielen anderen Problemen unterscheiden, besteht darin, dass die komp-
lette Umgebung (das Spielfeld) zu jedem Zeitpunkt des Spiels bekannt ist und ferner, 
wie einzelne Aktionen sich auf den Zustand des Spielfeldes auswirken.  

Weiterhin vereinfachen die diskreten Spielzustände der meisten Brettspiele die Im-
plementierung der verschiedenen Algorithmen (vgl. [5] ). 

Eine herausragende Fähigkeit des Menschen besteht darin, dass er in vielen Situa-
tionen in der Lage ist, gewisse Merkmale oder Muster zu erkennen und Gemeinsam-
keiten mit anderen Situationen herzustellen. So hat ein Mensch beispielsweise keine 
Probleme damit, bekannte Personen auf einem Foto zu identifizieren, da er sich we-
sentliche Gesichtsmerkmale einprägen und bei Bedarf wieder abrufen und vergleichen 
kann.  

Auch bei Brettspielen kann der Mensch schnell bestimmte Zusammenhänge erken-
nen und erfolgreich auf neue Spielsituationen anwenden. Im Bereich der KI ist es deut-
lich schwieriger, solche Muster zu erkennen und geeignet zu verknüpfen, um ein Spiel 
zu erlernen. Daher wurden in der Vergangenheit sehr oft Baumsuchverfahren verwen-
det und versucht, diese an zentralen Stellen zu optimieren (Beschneidung von Teil-
bäumen etc.). Allerdings können solche Programme das betrachtete Spiel nicht im 
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klassischen Sinne erlernen, sondern lediglich aufgrund der großen Rechengeschwin-
digkeit eine Vielzahl an Spielsituationen durchsuchen, um eine vermeintlich intelligen-
te Aussage zu treffen.  

Auch viele maschinelle Lernverfahren sind auf externe "Features" angewiesen, die 
dem Programm vorgeben, welche Merkmale für den Lernprozess von besonderer Be-
deutung sind. Die Selektion und Kombination geeigneter Features ist allerdings nicht 
trivial und verlangt häufig ein hohes Maß an Kreativität. 

Im Jahre 2008 stellte Simon M. Lucas [6] erstmals ein Verfahren für klassische Brett-
spiele vor, das eine sehr große Zahl an Features selbstständig erzeugt und von denen 
sich das Lernverfahren im Anschluss die geeignetsten auswählt. Hierbei handelt es sich 
um sogenannte N-Tupel-Systeme, die in Kombination mit einem recht bekannten Lern-
verfahren, dem Temporal Difference Learning (TDL), in dieser Arbeit erstmalig auf das 
nicht-triviale Spiel Vier Gewinnt angewendet werden sollen.  

Das grundsätzliche Ziel dieser Arbeit besteht darin, zu untersuchen, inwieweit das 
Brettspiel Vier Gewinnt mithilfe maschinellen Lernverfahren erlernbar ist, wenn kein 
externer Lehrer zur Verfügung steht, das Spiel daher ausschließlich durch "Self-Play" 
(Spiele gegen sich selbst) trainiert wird. 

Hierzu ist diese Arbeit in folgende Abschnitte gegliedert worden: Kapitel 2 be-
schreibt die nötigen Grundlagen, die zur Entwicklung einer Trainingsumgebung nötig 
sind. In diesem Kapitel wird insbesondere auf die N-Tupel-Systeme und auf geeignete 
Lernverfahren näher eingegangen. 

In Kapitel 3 werden die zentralen Forschungsfragen, die der Arbeit zugrundeliegen, 
genauer formuliert. 

In Kapitel 4 soll zunächst ein kurzer Überblick über die entwickelte Software gege-
ben werden. Im Anschluss werden die einzelnen Entwicklungsabschnitte beschrieben 
und die erzielten Resultate dargestellt. 

Zum Schluss wird in Kapitel 5 eine Zusammenfassung der Ergebnisse vorgenommen 
und ein Ausblick auf weitere mögliche Arbeiten in diesem Gebiet gegeben. 
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2 Grundlagen 

2.1 Vier Gewinnt 
Vier Gewinnt (engl. Connect Four) ist Strategiespiel für zwei Spieler, das völlig ohne 

Zufallselemente auskommt. Hauptziel beider Spieler ist es, vier eigene Spielsteine in 
eine zusammenhängende Reihe zu bringen, wodurch das Spiel gewonnen ist. 

Gespielt wird Vier Gewinnt auf einem Brett mit sieben Spalten und sechs Zeilen. Die 
Besonderheit des Spiels besteht darin, dass die Spielsteine nur von oben in eine der 
sieben Spalten geworfen werden können, sodass die Steine in die unterste freie Zelle 
der entsprechenden Spalte fallen. Der Spieler der das Spiel beginnt (anziehender Spie-
ler) verwendet in der Regel gelbe und der zweite Spieler (nachziehender Spieler) rote 
Spielsteine. Die Kontrahenten werfen die Spielsteine abwechselnd in die sieben Spal-
ten, das Aussetzen eines Halbzuges1 ist nicht möglich. Ist eine Spalte vollständig belegt, 
kann kein weiterer Halbzug in diese Spalte vorgenommen werden. Das Spiel endet 
daher spätestens nach 42 Spielzügen und ist in diesem Fall als Unentschieden zu wer-
ten. Gelingt es jedoch einem der beiden Spieler vorher vier eigene Spielsteine horizon-
tal, vertikal oder diagonal in einer Reihe zu platzieren, gewinnt der Betreffende das 
Spiel. Bei perfektem Spiel beider Kontrahenten gewinnt immer der anziehende Spieler 
(Gelb). Dazu muss dieser den ersten Stein in die mittlere Spalte werfen, in allen ande-
ren Fällen endet das Spiel mit einem Sieg des nachziehenden Spielers oder geht unent-
schieden aus. 

                                                           
1 Um Missverständnisse zu vermeiden, wird oft (auch in dieser Arbeit)  der Begriff Halbzug anstelle von 

Zug verwendet, vor allem dann, wenn die Bedeutung  aus dem Kontext nicht klar ersichtlich ist. Der 
Begriff hat sich vor allem im Schach durchgesetzt. Dort ergeben zwei hintereinander ausgeführte Ak-
tionen (jeweils eine Aktion von Weiß und Schwarz) einen Zug. Die individuelle Aktion eines Spielers 
wird daher Halbzug genannt (engl. ply). 
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2.2 Reinforcement Learning 

2.2.1 Grundgedanke und Begriffe 

Definition   Der Begriff Reinforcement Learning (RL, deutsch: Bestärkendes Lernen) 
beschreibt eine Klasse von Lern-Problemen, bei denen ein Agent alleine durch Interak-
tion mit einer dynamischen Umgebung lernt, wie er sich in gewissen Situation zu ver-
halten hat, um langfristig ein bestmögliches Resultat zu erzielen; dies geschieht durch 
das Verteilen von Belohnungen und Bestrafungen, den sogenannten Rewards. Ziel des 
Agenten ist es daher, die Aktionsfolge(n) zu finden, für die die Summe aller Rewards 
maximiert wird. Im Gegensatz zum "Supervised Learning", bei dem ein externes Leh-
rersignal zum Einsatz kommt, um einen Agenten anzulernen, muss der RL-Agent sein 
Verhalten ausschließlich aufgrund von bereits gemachten Erfahrungen (durch die sich 
ergebenden Konsequenzen seiner Interaktionen mit der Umgebung) erlernen   
([10] , S. 3 ff.) , ([11] , S. 237 ff.). 

 

Abbildung 2.2.   Modell des Reinforcement Learnings ([11] , S.238). 

RL-Modell   Die Grafik in Abbildung 2.2 beschreibt, wie die einzelnen Komponenten 
des RL verknüpft werden: Der Agent nimmt den Zustand seiner Umgebung ݏ ∈ ܵ 
(engl.: state) als Eingabe ݅ (engl.: input) wahr, wobei ܵ hierbei die Menge aller mögli-
chen Zustände beschreibt. Häufig kann der Agent nur einen Teil seiner Umgebung 
wahrnehmen, sodass die Eingabefunktion ܫ nur einen Teilausschnitt des Gesamtzu-
standes ݏ liefert. Für die meisten Brettspiele (Spiele mit vollständiger Information) hin-
gegen, stellt ܫ jedoch eine identische Abbildung dar.  

Aufgrund einer Aktion ܽ ∈  ݏ die der Agent wählt, wird wiederum der Zustand ,(ݏ)ࣛ
der Umgebung in einen neuen Zustand überführt (ࣛ(ݏ) beschreibt die Menge aller – 
durch den Agenten möglichen – Aktionen für einen Zustand). Die Umgebung ermittelt 
mithilfe der Funktion ܴ einen Reward ݎ (z.B. ݎ ∈ {−1, 0, 1} ) für diesen neuen Zustand, 
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den der Agent erhält. Der Wert des Rewards gibt hierbei an, wie vorteilhaft dieser 
neue Zustand für den Agenten ist. Ziel des Agenten ist es nun, anhand der erhaltenen 
Rewards ein Verhalten ܤ (engl.: behavior) zu erlernen, mit dem der Agent seinen lang-
fristigen Erfolg (seine zukünftigen Rewards) maximieren kann. Der Agent muss daher 
erlernen, jedem Zustand ݏ  eine geeignete Aktion ܽ  zuzuordnen. Eine Abbildung 
ܵ	:ߨ → ࣛ wird allgemein auch als eine mögliche Policy ߨ des Agenten bezeichnet ([11] 
, S. 238 ff.).  

Maximierung der Rewards   Im Regelfall reicht es nicht aus, wenn ein RL-Agent 
den aktuellen Reward zu einer Aktion maximiert, häufig werden Rewards erst / auch 
für spätere Zustände von der Umgebung vergeben. Bei diskreten Zeitzuständen ergibt 
sich für eine Aktionsfolge daher eine Gesamt-Belohnung von: 

ܴ௧ = ௧ାଵݎ + ௧ାଶݎ + ⋯ ݎ் = ݎ௧ାାଵ

்

ୀ

	, (2.1) 

wobei ܶ den Zeitpunkt eines terminalen Zustandes (z.B. das Ende eines Schach-
Spiels) beschreibt; Allerdings ist für gewisse Anwendungen auch ܶ = ∞ unter be-
stimmten Umständen (unter anderem ist ein Discount-Faktor nötig, der eine unendlich 
große Gesamt-Belohnung vermeidet) denkbar ([10] , S. 57 ff.). 

Nutzenfunktion   Wie zuvor bereits erwähnt, besteht das Hauptziel eines RL-
Agenten darin, eine Policy ߨ zu finden / erlernen, die den Nutzen (bzw. den zu erwar-
tenden Reward ܴ௧) für den Agenten maximiert. Für die meisten RL-Verfahren ist dies 
gleichbedeutend mit dem Erlernen einer Nutzenfunktion (engl.: value function), die 
abschätzt, wie vorteilhaft ein Zustand für den Agenten tatsächlich ist, wenn dieser die 
bisherige Policy weiterverfolgt. Allgemein lässt sich der erwartete (geschätzte) Nutzen 
für eine bestimmte Policy ߨ folgendermaßen beschreiben ([10] , S. 68 ff.): 

ܸగ(ݏ௧) = గ{ܴ௧}ܧ = గܧ ൝ ௧ାାଵݎߛ

்

ୀ

ൡ (2.2) 

Der Discount-Faktor ߛ (es gilt: 0 ≤ ߛ ≤ 1) schwächt hierbei zukünftige Rewards et-
was in ihrer Wirkung ab, wenn  ߛ < 1 gewählt wird. Dies ist insbesondere für den Fall 
ܶ = ∞ nötig, um eine Konvergenz der Reihe zu garantieren. Bei der Wahl von ߛ = 0 
wird lediglich der unmittelbar nächste Reward ݎ௧ାଵ berücksichtigt. Je größer man ߛ 
wählt, desto mehr Gewicht räumt man zukünftigen Rewards ein ([10] , S. 57 ff.). 

Optimale Nutzenfunktion   Eine Policy ߨ ist dann optimal, wenn keine andere Po-
licy eine bessere Nutzenfunktion besitzt, bzw. wenn der zu erwartende Nutzen aller 
Zustände ݏ ∈ ܵ für jede andere Policy geringer oder gleich ausfällt. Daher sind auch 
mehrere optimale Policies denkbar. Formal lässt sich die optimale Nutzenfunktion fol-
gendermaßen beschreiben ([10] , S. 75 ff.): 
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(ݏ)∗ܸ = max
గ

గܧ	 ൝ ௧ାାଵݎߛ

்

ୀ

ൡ (2.3) 

Um zumindest eine Näherung der optimalen Policy zu finden, muss beim RL – im 
Gegensatz zu vielen anderen Lernverfahren – der Agent seine Umgebung kennenler-
nen und aus den Interaktionen mit dieser eine Nutzenfunktion erlernen, wodurch sich 
wiederum die Policy des Agenten ständig ändert; Policy und Nutzenfunktion sind daher 
eng miteinander verbunden und bedingen sich gegenseitig.  

Exploration-Exploitation-Dilemma   Damit ein RL-Agent seine Umgebung ken-
nenlernen kann, darf er seine Aktionen allerdings nicht vollständig aufgrund seiner 
aktuellen Policy treffen, da diese nicht zwangsläufig die bestmögliche existierende Lö-
sung darstellt. Einerseits muss der RL-Agent bei der Wahl seiner Aktionen auf seine 
bisherigen Erfahrungen zurückgreifen, andererseits sollte er auch zwischenzeitlich Al-
ternativen erforschen, da diese unter Umständen zu einer noch besseren Policy führen 
(Exploration-Exploitation-Dilemma). Es muss daher eine geeignete Kombination aus 
Exploration und Exploitation (Nutzung der bisherigen Erkenntnisse) gefunden werden. 
Wie später gezeigt wird, kann man den Agenten beispielsweise bei Brettspielen dazu 
zwingen, von Zeit zu Zeit zufällige Spielzüge auszuführen um alternative Teilbäume des 
Spiels zu explorieren ([11] , S. 243; Erläuterung des Dilemmas unter anderem am Bei-
spiel des ݇-armigen Banditen). 

Nutzenfunktion und Rewards   Während einzelne Rewards sehr leicht zu ermit-
teln sind (es muss lediglich die Reward-Funktion für den Folgezustand befragt werden), 
ist das Abschätzen aller zukünftigen Rewards mithilfe der Nutzenfunktion deutlich 
schwieriger, da die Nutzenfunktion im Gegensatz zur Reward-Funktion nicht bekannt 
ist. Dessen ungeachtet ist die Nutzenfunktion die zentrale Komponente des RL, da die 
aktuelle Policy im Wesentlichen hiervon abhängt. Die Policy wiederum soll den größt-
möglichen langfristigen Erfolg erzielen; mithilfe der Reward-Funktion kann lediglich der 
Erfolg für den unmittelbar nächsten Zustand maximiert werden, dies ist allerdings im 
Regelfall nicht das Ziel. Dennoch benötigt man zum Erlernen einer Nutzenfunktion die 
Rewards. 

Wichtig ist, dass die Reward-Funktion in keinerlei Weise dazu eingesetzt wird, um 
eine Lehrer-Funktion im Sinne des "Supervised Learning" zu übernehmen, die die Ak-
tionen des RL-Agenten bewertet. Stattdessen werden mithilfe der Rewards die lang-
fristigen Ziele des Agenten abgesteckt.  

Das Verteilen von Belohnungen für das Erreichen von Teilzielen (z.B. für das Schla-
gen einer Figur beim Schachspiel) sollte hierbei vermieden werden. Die Umgebung – 
die ja die Rewards vergibt – kann nicht beurteilen, ob ein Teilziel in jedem Fall auch 
dem Erreichen der eigentlichen, langfristigen Ziele dient (dies ist die Aufgabe der Nut-
zenfunktion), da sie nur die unmittelbare Attraktivität des Folgezustandes bewertet. 
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Vergibt man nun Belohnungen für das Erreichen von Teilzielen, so könnte der RL-Agent 
diese zwar möglicherweise erreichen, aber gleichzeitig die Gesamtziele aus den Augen 
verlieren ([10] , S. 56). 

Verzögerte Rewards und TDL   Für Brettspiele wie dem Vier-Gewinnt-Spiel würde 
dies bedeuten, dass die Umgebung erst nach Ablauf eines Spiels die Rewards vergeben 
kann (bzw. einen Reward von ݎ = 0 für alle non-terminale Zustände). Die Schwierigkeit 
des RL-Agenten besteht allerdings dann darin, dass dieser Aktionsfolgen erlernen 
muss, die erst in ferner Zukunft zu einem Erfolg führen.  

Einen sehr guten Lösungsansatz, um solchen RL-Problemen zu begegnen, liefert das 
sogenannte Temporal Difference Learning (TD-Learning, oft auch einfach TDL). Dieses 
Lernverfahren beruht darauf, den zu erwartenden Wert einer Nutzenfunktion für je-
den diskreten Zeitschritt etwas näher in Richtung des Wertes des Folgezustandes zu 
verändern (daher der Begriff "Temporale Differenz"). Im einfachsten Fall lässt sich ein 
Lernschritt folgendermaßen beschreiben (für den ܶ(0)ܦ-Algorithmus; entnommen aus 
([10] , S. 134): 

(௧ݏ)ܸ ← (௧ݏ)ܸ + ௧ାଵݎ]ߙ + (௧ାଵݏ)ܸߛ −  (2.4) ,		[(௧ݏ)ܸ

wobei ߛ weder dem zuvor erwähnten Discount-Faktor entspricht, mit dem zukünfti-
ge Werte der Nutzenfunktion etwas in ihrer Wirkung abgeschwächt werden. Weiterhin 
beschreibt ߙ die sogenannte Lernschrittweite. Insgesamt eignet sich TDL sehr gut, um  
– trotz verzögerter Rewards – eine passende Nutzenfunktion zu lernen. In Abschnitt 
2.4 wird noch einmal im Detail auf die Thematik eingegangen. 

RL und Brettspiele   Das Ziel eines jeden Spielagenten sollte es im Regelfall sein, 
während eines Spiels Züge zu machen, die ihm langfristig den größtmöglichen Vorteil 
(bestenfalls eine Gewinnposition) verschaffen. Aus diesem Ziel folgt unmittelbar, dass 
der Agent für jeden Spielzustand die Qualität der möglichen legalen Spielzüge ein-
schätzen muss und anschließend, den für sich besten heraussucht und ausführt.  

Zur Beurteilung könnten beispielsweise alle legalen Züge sukzessive ausgeführt2 und 
der Nutzenfunktion für alle Folgezustände befragt werden. Im Weiteren wird hierfür 
der passendere Begriff Spielfunktion verwendet.  

Die Spielfunktion ܸ(ݏ௧), erhält als Argument einen Spielzustand ݏ௧ ∈ ܵ zu einem be-
stimmten Zeitpunkt ݐ und bildet diesen auf einen reellen Wert ܸ(ݏ௧) ∈ ℝ ab, wobei ܵ 
die Menge aller möglichen legalen Spielzustände beschreibt. Häufig ist der Funktions-
wert auf ein bestimmtes Intervall beschränkt (z.B. ܸ(ݏ௧) ∈ [−1, +1]). Im Allgemeinen 

                                                           
2 In der Literatur wird in diesem Zusammenhang häufig die aktions-basierte Nutzenfunktion ܳ(s୲, a୲) 

genannt, die den Nutzen einer bestimmten Aktion a୲ ausgehend von Zustand s୲ abschätzt.  
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sind niedrige Werte für den einen Spieler vorteilhaft, hohe dagegen für dessen Gegner 
[12] . 

Approximierung der Nutzen- bzw. Spielfunktion   Eine perfekte Spielfunktion 
hätte man dann, wenn jedem Spielzustand ݏ௧ der korrekte Wert zugeordnet wird. 
Solch eine Spielfunktion könnte man etwa mithilfe einer Tabelle realisieren, die für 
jeden Zustand den entsprechenden Eintrag enthält. Während ein derartiger Ansatz für 
Spiele mit einem kleinen Zustandsraum |ܵ| (z.B. Tic Tac Toe) noch denkbar ist, wäre 
der Speicherbedarf für komplexere Spiele wie Vier Gewinnt beträchtlich. Weiterhin 
müsste während des Trainings der Tabelleneintrag eines jeden Zustandes einzeln ange-
lernt werden, was häufig einen enormen Trainings- bzw. Zeitaufwand bedeutet; ein 
weiteres Problem besteht darin, dass Spielzustände bei Verwendung einer tabellari-
schen Spielfunktion in keinen Zusammenhang gebracht werden können, auch wenn sie 
sehr ähnlich sind und denselben spieltheoretischen Wert besitzen; es ist also unmög-
lich, Generalisierungen durchzuführen, obwohl dies theoretisch möglich wäre.  

Menschen sind in der Lage Muster zu erkennen und auf andere Situationen zu über-
tragen, auch wenn diese noch unbekannt sind. Auch ein guter RL-Agent sollte hierzu – 
zumindest teilweise – in der Lage sein. 

Aus den oben genannten Gründen geht man daher in vielen Fällen dazu über, die 
Spielfunktion mithilfe einer speziellen generalisierenden Funktion zu approximieren. 
Häufig kommen hierzu lineare Funktionen oder künstliche neuronale Netze zum Ein-
satz, die mithilfe des Reinforcement Learnings trainiert werden. Findet man eine Funk-
tion, die gute Generalisierungen vornehmen kann, ergeben sich eine Reihe von Vortei-
len: So kann im Allgemeinen der Speicherbedarf drastisch reduziert werden. Durch das 
generalisierende Verhalten der Funktion, muss nicht mehr jeder Zustand erreicht wer-
den, um eine Abschätzung mithilfe der Spielfunktion vornehmen zu können. Stattdes-
sen kann anhand von Gemeinsamkeiten – zu bereits besuchten Zuständen – eine an-
gemessene Aussage getroffen werden. Der Agent ist somit in der Lage, viele Situatio-
nen gleichzeitig zu erlernen.  

Weiterhin können viele Situationen, die für starke Spieler bedeutungslos sind, wie-
der – zugunsten relevanter Stellungen – "verlernt" werden, wodurch die Spielfunktion 
nur auf eine Teilmenge aller Zustände – die für ein starkes Spiel nötig sind – speziali-
siert wird. 

In der Regel besteht die Herausforderung darin, eine ausgewogene Balance zwi-
schen dem Grad der Generalisierung und der Approximationsgenauigkeit zu finden. Bei 
zu starker Generalisierung können keine geeigneten Stellungsbewertungen mehr vor-
genommen werden, da die Spielfunktion kaum noch Unterschiede zwischen verschie-
denen Zuständen ermitteln kann. Eine lineare Funktion für das Vier-Gewinnt-Spiel, die 
lediglich eine Linearkombination anhand der 42 Spielfeldzellen berechnet (Feature-
Vektor mit 42 Elementen), ist daher vermutlich unbrauchbar, da jede Spielfeldzelle 
völlig unabhängig von den anderen Zellen bewertet wird, ohne dass größere Zusam-
menhänge erkannt werden können ([11] , S.259). 
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2.2.2 Stand der Technik zu RL und strategischen Brettspielen 
Bereits im Jahr 1959 beschrieb Arthur Samuel [13] ein Verfahren, mit dem das 

Brettspiel Dame alleine durch Self-Play erlernt wurde. Das Programm erreichte zwar 
keine sehr hohe Spielstärke, konnte jedoch schon die Autoren des Programms schla-
gen. Obwohl Samuel den Begriff TDL noch nicht verwendete, entsprachen viele seiner 
vorgeschlagenen Methoden bereits den grundsätzlichen Ideen des TDL ([10] , S. 267). 

Besondere Bekanntheit erreichte RL – insbesondere das TDL – in den späten 1980er 
Jahren mit dem Programm TD-Gammon von Gerald Tesauro [14] . 

TD-Gammon konnte das Spiel Backgammon alleine durch Self-Play erlernen und war 
in der Lage, die stärksten Programme seiner Zeit zu schlagen und behauptete sich auch 
gegen einige der weltweit stärksten menschlichen Spielern. 

Das Programm verwendet künstliche neuronale Netze, um eine (nicht-lineare) Spiel-
funktion zu erlernen. Interessanterweise benötigt das Training keine explorativen Ele-
mente ([11] , S.271), um diese hohe Spielstärke zu erreichen. Dies liegt vor allem dar-
an, dass durch die Zufallselemente (Würfel) im Spiel bereits genügend Abwechslung 
während des Trainings gegeben ist und so ausreichend viele Spielzustände besucht 
werden. 

Es wurden in der Vergangenheit zwar bereits einige Versuche unternommen, das 
Spiel Vier Gewinnt zu erlernen, insgesamt ist die Zahl der Arbeiten hierzu jedoch recht 
überschaubar. So ist zum Zeitpunkt der Erstellung dieser Arbeit kein Programm be-
kannt, das eine (nachvollziehbar) hohe Spielstärke erreicht.  

Martin Stenmark [15] vergleicht in seiner Arbeit unter anderem einen TDL-Agenten 
– basierend auf neuronalen Netzen – mit anderen Typen von Agenten. So gewinnt der 
TDL-Agent beispielsweise 75% der Spiele gegen einen Minimax-Agenten mit trivialer 
Evaluierung (Position der Steine dient als Bewertungsgrundlage; Spielsteine in zentra-
len Feldern werden am höchsten bewertet), wenn beide eine Suchtiefe von vier Halb-
zügen verwenden. Agenten mit deutlich höheren Suchtiefen werden in seiner Arbeit 
allerdings nicht als Vergleichsmöglichkeit herangezogen. 

Sommerlund [16] trainierte mithilfe von TDL verschiedene neuronale Netze – zum 
Teil mit komplexeren Features – und vergleicht diese mit einer einfachen Vier-
Gewinnt-Evaluierungsfunktion (Suchtiefe von einem Halbzug). Die Resultate fielen aus 
der Sicht des Autors allerdings ernüchternd aus. 

Curran und O’Riordan [17] verwendeten "Cultural Learning" um Vier Gewinnt zu er-
lernen. Hierbei werden ganze Generationen von Agenten (basierend auf neuronalen 
Netzen) erzeugt, wobei die stärksten Agenten einer Generation als Lehrer der näch-
sten Generation dienen. Um die Spielstärke der Agenten zu bestimmen, spielten alle 
Agenten einer Generation gegeneinander und im Anschluss gegen einen Minimax-
Spieler.  
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Ein Problem, das jedoch für fast alle oben genannten Arbeiten (zum Spiel Vier Ge-
winnt) gilt, liegt darin, dass eine objektive Bewertung der Spielstärke von trainierten 
Agenten nicht möglich ist, da in den meisten Fällen einfache Heuristiken oder Mini-
max-Agenten mit einer niedrigen Suchtiefe als Vergleichsmöglichkeit herangezogen 
werden. Letztendlich kann daher keine Aussage zu der tatsächlichen Spielstärke getrof-
fen werden.  

Auch an der Fachhochschule Köln sind bereits einige Arbeiten zu diesem Thema ent-
standen. So entwickelte Jan Schwenk [18] eine TDL-Umgebung zu dem Spiel Vier Ge-
winnt, jedoch konnten nur einfache Endspiele erlernt werden. Ein Grund für die ver-
gleichsweise enttäuschenden Resultate sieht Schwenk in der fehlenden Berücksichti-
gung von Mustern zur Erzeugung von Eingabecodierungen für die neuronalen Netze. 

Im Jahre 2008 stellte Simon M. Lucas [6] erstmals ein neues Verfahren zur Approxi-
mation der Spielfunktion vor, das mithilfe von zufällig ausgewählten Spielfeldaus-
schnitten eine Vielzahl an Mustern bzw. Features erzeugt. Diese Features verwendete 
er um – mithilfe des TDL – eine lineare Funktion für das Spiel Othello zu erlernen. Laut 
eigenen Angaben waren lediglich 1250 Trainingsspiele nötig, um einen Agenten zu er-
zeugen, der allen bisherigen linearen und neuronalen Netzen deutlich überlegen war. 
Bei dem vorgestellten Verfahren handelt es sich um sogenannte N-Tupel-Systeme, die 
in dieser Arbeit erstmalig auf das Spiel Vier Gewinnt übertragen werden sollen. 
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2.3 N-Tupel-Systeme zur Funktionsapproximierung 
Da der Zustandsraum |ܵ| für viele Brettspiele (auch für Vier Gewinnt) sehr groß ist, 

kann eine Spielfunktion, die jedem Spielzustand den exakten spieltheoretischen Wert 
zuordnet, nur sehr schwer gefunden werden, insbesondere dann, wenn diese Funktion 
noch erlernt werden muss. So wäre eine tabellarische Spielfunktion für Vier Gewinnt 
aus zwei Gründen undenkbar: Zum einen wäre sehr viel Speicher nötig und zum ande-
ren müsste eine unvorstellbar große Zahl an Trainingsspielen durchgeführt werden, 
um diese Funktion vollständig zu erlernen. 

Wie zuvor bereits erwähnt, geht man in solchen Fällen dazu über, die Spielfunktion 
zu approximieren. Durch den Informationsverlust, den man hierdurch im Regelfall in 
Kauf nehmen muss, können oft keine exakten Stellungsbewertungen mehr vorge-
nommen werden. Bei geeignetem Entwurf der Funktion lässt sich der Fehler dennoch  
häufig zumindest so klein halten, dass der Agent in vielen Fällen die Wahl der richtigen 
Aktionen erlernt. 

Simon M. Lucas konnte zeigen, dass sich insbesondere N-Tupel-Systeme zur Funkti-
onsapproximation einer linearen Funktion für das Spiel Othello eigneten. Auf Basis sei-
ner Veröffentlichung [6] , soll in den folgenden Abschnitten beschrieben werden, wie 
eine lineare Spielfunktion für strategische Brettspiele mithilfe von N-Tupel-Systemen 
entwickelt werden kann. 

2.3.1 Einführendes Beispiel 
Obwohl die Verwendung von N-Tupel-Systemen in Zusammenhang mit lernenden 

Spielfunktionen erstmals von Lucas vorgeschlagen wurde, werden N-Tupel-Systeme an 
sich schon länger in anderen Bereichen erfolgreich eingesetzt. 

Bereits im Jahr 1959 veröffentlichten Bledsoe und Browning eine Arbeit [19]  zur Er-
kennung von Mustern, insbesondere zur Erkennung von alphanumerischen Zeichen 
mithilfe von N-Tupeln.  

Ein weiteres mögliches Einsatzgebiet, nämlich die Gesichtserkennung, soll an dieser 
Stelle als einführendes Beispiel dienen (basierend auf einem Artikel von Simon M. Lu-
cas [20] ), um die grundsätzliche Funktionsweise von N-Tupel-Systemen zu verdeutli-
chen. 

Ziel dieser beschriebenen (konventionellen) Gesichtserkennung ist es, eine Funktion 
zu erlernen, die einem Bild die korrekte Person zuordnet; die Funktion muss daher 
zunächst anhand von Beispieldaten trainiert werden. Hierzu nimmt man eine gewisse 
Anzahl an Trainingsbildern jeder Person (allgemein auch Klasse), aus denen das N-
Tupel-System eine ganze Reihe an Merkmalen heraussucht und in sogenannten Look-
up-Tabellen festhält. Jede Person (Klasse) bekommt hierbei einen eigenen Satz an 
Look-up-Tabellen (LUTs) zugeordnet, in denen alle seine individuellen Merkmale abge-
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legt werden. Wichtig ist, dass während des Trainings bekannt ist, zu welcher Person ein 
Trainingsbild gehört, damit für jede Person die richtigen LUTs trainiert werden. 

Im Anschluss an das Training kann eine Eingabe (Bild) dann der Person (Klasse) zu-
geordnet werden, für die das System die meisten Übereinstimmungen innerhalb der 
LUT-Gruppe findet. 

Wie werden jedoch die einzelnen Gesichtsmerkmale ermittelt und innerhalb der 
LUTs festgehalten, sodass eine spätere Vergleichbarkeit mit bestimmten Eingaben 
möglich ist? 

Im Wesentlichen entspricht jedes ermittelte Merkmal einem kleinen Ausschnitt des 
betrachteten Bildes (eine Teilmenge aller Pixel). Die sogenannten N-Tupel mit ihren 
Abtastpunkten legen fest, welche Pixel (Koordinaten) eines Bildes jeweils ein Merkmal 
bilden. Die Länge eines N-Tupels ergibt sich aus der Anzahl seiner Abtastpunkte. 

In Abbildung 2.3 ist beispielhaft aufgeführt, wie sich für einige N-Tupel gewisse Ge-
sichtsmerkmale ergeben. Insgesamt sind drei Tupel der Länge ܰ = 3 dargestellt. Die 
Abtastpunkte selbst sind rein zufällig ausgewählt worden (im Bild durch die Linien 
markiert). Auf der rechten Seite der Grafik sind die Grauwerte für die betrachteten 
Abtastpunkte (zeilenweise für jedes N-Tupel) aufgeführt, jede Zeile entspricht daher 
einem spezifischen Merkmal des abgebildeten Gesichtes. 

 
Abbildung 2.3.   Gesichtserkennung mithilfe von N-Tupel-Systemen  (Grafik ent-
nommen aus: [20] ). Auf der rechten Seite der Abbildung sind drei N-Tupel der 
Länge ܰ = 3 (ein N-Tupel je Zeile) abgebildet. Die einzelnen Zahlen geben die 
Grauwerte der betrachteten Abtastpunkte an. 

Um jedes einzelne dieser ermittelten Merkmale festhalten zu können bzw. mit be-
reits gespeicherten Merkmalen abgleichen zu können, sind die zuvor erwähnten Look-
up-Tabellen (LUTs) erforderlich. Je N-Tupel erzeugt das System mehrere LUTs (eine pro 
Person); eine bestimmte LUT ist daher einem N-Tupel und einer Person (Klasse) zu-
geordnet. Hierbei ist zu beachten, dass die erzeugte Gruppe von N-Tupeln für alle Klas-
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sen (Personen) identisch sein muss, damit die spätere Suche eines Bildes im trainierten 
System Erfolg hat. 

Für jedes Merkmal lässt sich eine eindeutige Adresse berechnen, die dazu genutzt 
wird, ein Element innerhalb der entsprechenden LUT anzusprechen3. 

Häufig sind die Elemente einer LUT schlicht einzelne Bits, die angeben, ob ein 
Merkmal während des Trainings aufgetreten ist oder nicht. Alternativ ist auch die Ver-
wendung von Zählern möglich, die die Anzahl der Zugriffe auf ein Element erfassen. 

Während des Trainings wird die Gruppe der N-Tupel über jedes einzelne Trainings-
bild gelegt und jeweils ein Satz von Merkmalen erzeugt. Für jedes einzelne Merkmal 
kann das System eine Adresse berechnen und das entsprechende Element in der zu-
geordneten LUT (die Person zu dem Bild ist während des Trainings noch bekannt) set-
zen bzw. inkrementieren. Daher müssen alle Elemente aller LUTs vor dem Training auf 
Null gesetzt werden. 

Sucht man nach dem Training die Person zu einem Bild, muss lediglich die LUT-
Gruppe (LUTs einer Person bzw. Klasse) gefunden werden, für die die meisten Merk-
male übereinstimmen. Hierzu legt man wieder alle N-Tupel über das zu klassifizierende 
Bild und berechnet alle Adressen zu den extrahierten Merkmalen. Anschließend sum-
miert man alle Treffer für die LUTs einer Klasse. Die Klasse, für die man die meisten 
Treffer findet, ist vermutlich die gesuchte. 

Normalerweise sind deutlich mehr N-Tupel nötig als im obigen Beispiel aufgeführt, 
wobei deren Anzahl unter anderem auch von der Größe (Anzahl der Pixel) des Bildes 
abhängig ist.  

Das grundsätzliche Konzept der N-Tupel-Systeme lässt sich leicht auf Brettspiele 
übertragen. Wie im nächsten Abschnitt beschrieben wird, lassen sich N-Tupel über ein 
Spielfeld (anstelle von Bildern) legen, wobei nun einzelne Spielfeldzellen – anstatt von 
Pixeln – als Abtastpunkte dienen. Da im Regelfall nur ein Spielfeld (eine Klasse) be-
trachtet wird, ordnet man jedem N-Tupel lediglich eine LUT zu4. Die Elemente der LUTs 
sind allerdings keine binären Werte mehr, stattdessen kommen Gewichte (im Fließ-
komma-Format, mit doppelter Genauigkeit) zum Einsatz. Auch das Training der LUTs 
nimmt deutlich an Komplexität zu, Genaueres wird in Abschnitt 2.3.2 erläutert. 

Als Hauptvorteil von N-Tupel-Systemen nennt Simon M. Lucas unter anderem die 
konzeptionelle Einfachheit, die unkomplizierte Implementierung, sowie eine Leistungs-
fähigkeit die mit komplexeren, aber langsameren Verfahren vergleichbar ist [20] . 

                                                           
3 Jede LUT muss daher so viele Elemente besitzen, wie Merkmale möglich sind. 
4 Wie wir allerdings später sehen werden, ist beim Vier Gewinnt eine Erweiterung auf zwei LUTs (eine je 

Spieler) nötig. 
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Weitere Informationen zur Mustererkennung mithilfe von N-Tupel-Systemen be-
schreiben Morciniec und Rohwer [21] , die in ihrer Arbeit N-Tupel-Systeme mit anderen 
Verfahren vergleichen. Auch in ihrer Arbeit wird an vielen Stellen auf die außerordent-
lichen Geschwindigkeitsvorteile, die N-Tupel-Systeme bieten, hingewiesen. 

2.3.2 Anwendung von N-Tupel-Systemen auf Brettspiele 
Einem durchschnittlichen menschlichen Spieler ist es nahezu unmöglich eine Vier-

Gewinnt-Stellung als Ganzes zu untersuchen und daraus die richtigen Schlüsse zu zie-
hen. Vielmehr wird ein Mensch versuchen einzelne Merkmale oder Muster auf dem 
Spielfeld zu erkennen und diese zu einem Gesamtbild zusammenzusetzen. So sind 
beim Spiel Vier Gewinnt insbesondere die Anzahl und die Anordnung der einzelnen 
Drohungen für den Spielausgang entscheidend. Daraus ergeben sich verschiedene 
Strategien, die beide Spieler verfolgen müssen. 

Mithilfe von N-Tupel-Systemen versucht man genau diesen obigen Sachverhalt um-
zusetzen. Es werden jeweils mehrere Teilausschnitte des Spielfeldes untersucht und 
diese Teilresultate zu einem Gesamtergebnis kombiniert. Hierzu benötigt der Entwick-
ler keine besonderen Kenntnisse des betrachteten Spiels, er muss sich also beispiels-
weise keine komplexen Eingabekodierungen für neuronale Netze oder Ähnliches über-
legen; dies wird bereits vom N-Tupel System übernommen, das mit wenigen Eingabe-
größen auskommt und daraus einen komplexen "Feature-Raum" [6] erzeugt. 

Ein N-Tupel-System besteht in aller Regel aus mehreren unterschiedlichen N-
Tupeln, wobei einzelne N-Tupel endliche Listen der Form  Τ = (߬, ߬ଵ, … , ߬ேିଵ) darstel-
len und jeweils eine Teilmenge aller Abtastpunkte ܲ (engl. sampling points) enthalten 
({߬, ߬ଵ, … , ߬ேିଵ} ⊆ ܲ ). Für klassische Brettspiele entspricht daher jeder Abtastpunkt 
den Koordinaten  = ൫ݔ |ܲ| ൯ einer Spielfeldzelle. Das Spiel Tic Tac Toe hätteݕ, = 9 
und Vier Gewinnt |ܲ| = 42 mögliche Abtastpunkte, wobei nicht in jedem N-Tupel-
System alle Spielfeldzellen zwangsläufig abgetastet werden. Die Länge	ܰ eines N-
Tupels könnte sich für beide Spiele demnach im Bereich von 1 ≤ ܰ ≤ 9   bzw. 
1 ≤ ܰ ≤ 42 bewegen5.  

Je nach Spiel ist die Belegung einer Spielfeldzelle des Spielfeldes mit mehreren un-
terschiedlichen Figuren möglich, insgesamt daher ݉ Belegungen. Für jede der ݉ mög-
lichen Belegungen ordnet man der entsprechenden Zelle eine Zahl ൣݏ൧ ∈
{0,1, … ,݉− 1} zu, wobei ൣݏ൧ = 0 beispielsweise eine leere Zelle repräsentieren 
könnte. 

                                                           
5 Wie wir später sehen werden, ist die minimale sowie maximal mögliche Länge für die meisten Brett-

spiele nicht empfehlenswert bzw. nicht realisierbar. 
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Nach welchen Kriterien die Abtastpunkte für ein N-Tupel ausgewählt werden, ist 
nicht vorgeschrieben. So kann man beispielsweise für jedes N-Tupel eine gewisse Zahl 
an zufälligen Punkten auswählen oder zusammenhängende Ketten erzeugen. Je nach 
Spiel können unter Umständen auch andere Arten von N-Tupeln gute Ergebnisse lie-
fern. Lucas erzeugte die N-Tupel nach einem "Random Walk"-Verfahren [6] , bei dem – 
ausgehend von einem zufälligen Startpunkt – die Abtastpunkte durch zufällige Schritte 
in benachbarte Felder ausgewählt wurden. 

Nun ist es so, dass jedes N-Tupel Τ eine sogenannte Look-up-Tabelle (LUT) – im ein-
fachsten Fall ein gewöhnliches Array – zugeordnet bekommt. Anhand der aktuellen 
Belegung der einzelnen Abtastpunkte eines N-Tupels berechnet man einen Tabellenin-
dex, mit dem ein einzelnes Element in der zugehörigen LUT angesprochen wird. Wel-
ches Element angesprochen wird, hängt von dem derzeitigen Zustand des N-Tupels 
und somit unmittelbar vom Zustand des Spielfeldes ab.  

Die Größe einer LUT ergibt sich aus der Länge des N-Tupels und der Anzahl an mög-
lichen Zuständen pro Abtastpunkt: 

|ܷܶܮ| = ݉ே            (2.5) 

Bei Spielen mit vielen Figuren, kann die LUT daher schnell sehr groß werden, sodass 
man die Tupel-Längen auf kleinere Werte beschränken muss.  

Eine Indexierungsfunktion für ein N-Tupel lässt sich folgendermaßen beschreiben6: 

,Τ)ߦ s୲) =  ௧[߬]ݏ ⋅ ݉

ேಃିଵ

ୀ

 (2.6) 

Die obige Formel erzeugt eine natürliche Zahl (inklusive der Null) der Länge ܰ im 
Stellenwertsystem der Basis ݉. Die Reihenfolge der Abtastpunkte innerhalb eines N-
Tupels ist unerheblich, solange diese – einmal festgelegt – im Weiteren beibehalten 
wird. Dies ist vor allem für die Indexberechnung innerhalb der einzelnen LUTs wichtig 
[6] .  

Nach diesen Vorüberlegungen ist es nun möglich, eine lineare Spielfunktion mithilfe 
von N-Tupel Systemen zu definieren. Betrachtet man die Elemente der Look-up-
Tabellen als einfache Gewichte, lässt sich der Wert der Spielfunktion – abhängig vom 
aktuellen Spielzustand – als  Summe einzelner Gewichte darstellen. Hierzu addiert man 
– wie in [6] vorgeschlagen – schlicht die Gewichte aller N-Tupel, die durch die Indexie-
rungsfunktion adressiert werden. Die Spielfunktion lässt sich dann wie folgt beschrei-
ben:  

                                                           
6 In der Praxis bietet es sich an, zur Berechnung des Indexes das Horner-Schema heranzuziehen; dies 

sollte etwas Rechenzeit einsparen. 



Grundlagen 

 
 Reinforcement Learning mit  

N-Tupel-Systemen für Vier Gewinnt 
 

S e i t e  | 22

ܸ(s୲) = ܷܮ (ܶ,୲)[ߦ(Τ݅ , s୲)]
୧

 (2.7) 

Häufig wird auch eine weitere Funktion verwendet, die den Wertebereich der Spiel-
funktion auf ein gewisses Intervall beschränkt. Solch eine Funktion stellt beispielsweise 
der Tangens-Hyperbolicus dar, mit der die Spielfunktion folgende Form erhält: 

തܸ(s୲) = tanh൫ܸ(s୲)൯ = tanh൭ܷܮ (ܶ,୲)[ߦ(Τ݅ , s୲)]
୧

൱ (2.8) 

Ein Hauptvorteil von N-Tupel-Systemen – im Vergleich zu vielen anderen Systemen 
– liegt darin, dass erstere ein sehr gutes Laufzeitverhalten besitzen. Der Rechenauf-
wand für die Indexberechnung verhält sich logarithmisch zur LUT-Größe und linear zur 
Anzahl der N-Tupel. Weiterhin werden nur wenige Gewichte benötigt, um die Ausgabe 
der Spielfunktion zu bestimmen. 

2.3.3 Ausnutzung von Spielfeldsymmetrien 
Vielfach sind unterschiedliche Spielstellungen aufgrund von Symmetrien (Spiegel- 

und Rotationssymmetrien) identisch. In den Spielen Tic Tac Toe oder Othello können 
beispielsweise bis zu acht unterschiedliche Stellungen aufgrund von Spiegelungen oder 
Rotationen gleich sein, beim Mühle-Spiel sind sogar noch mehr Symmetrien möglich 
(Vertauschen von innerem und äußerem Ring.). Angesichts der Schwerkrafts-
Charakteristik des Vier-Gewinnt-Spiels, führen hier lediglich Spiegelungen an der mitt-
leren Achse zu äquivalenten Stellungen.   

Eine Spielfunktion sollte im Idealfall daher für solch äquivalente Spielzustände das 
gleiche Resultat liefern. Dieser Sachverhalt kann für das Training der Spielfunktion und 
für die Stellungsbewertung ausgenutzt werden.  

So erreicht man deutlich schneller erste Trainingserfolge, da viele weitere Situatio-
nen gelernt werden können, die das Training nie oder nur selten erreicht. Um die 
symmetrischen Stellungen für die Berechnung Spielfunktion mit einzubeziehen, ist es 
zweckmäßig, die Summe über die Ausgabe der Spielfunktion für alle symmetrischen 
Stellungen vorzunehmen [6] : 

ௌܸ௬(s୲) =  (ݔ)ܸ
௫∈ୗଢ଼(ୱ౪)

 (2.9) 

wobei SYM(s୲) die Menge aller äquivalenten symmetrischen Stellungen zu einem 
einzelnen Spielzustand s୲ beschreibt.  

Ein etwas anderer Ansatz könnte folgendermaßen aussehen: Beim Erzeugen eines 
N-Tupels generiert man parallel dazu weitere N-Tupel, die jedoch die Abtastpunkte 
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enthalten, die aufgrund von Rotationen und Spiegelungen äquivalent sind. Dieser 
Gruppe von N-Tupeln wird anschließend dieselbe Look-up-Tabelle zugeordnet. 

2.3.4 Konzipierung des Eingabevektors für lineare Netze 
Die Funktionsweise eines N-Tupel-Systems mit Look-up-Tabellen entspricht im We-

sentlichen dem eines linearen Netzes, das die Ausgabe mithilfe eines Gewichts- und 
Feature-Vektors berechnet. Im Programm selbst sollte jedoch auf die Verwendung von 
Vektoren verzichtet werden, da diese unnötig Ressourcen (Speicher sowie Rechenzeit) 
beanspruchen; vor allem, wenn viele und lange N-Tupel Verwendung finden. Beim Ein-
satz des TD(λ)-Algorithmus' (siehe Abschnitt 2.4) mit ߣ ≠ 0 könnte der Einsatz von 
Vektoren jedoch nötig werden, sodass sich die Verwendung eines linearen Netzes an-
bietet. Sollte daher solch ein lineares Netz eingesetzt werden, verzichtet man auf die 
Look-up-Tabellen des N-Tupel Systems. Stattdessen legt man ein lineares Netz mit ei-
ner gewissen Zahl an Gewichten an und ermittelt für jeden Spielzustand einen geeig-
neten Feature-Vektor. Um den Wert der Spielfunktion zu berechnen ist es dann voll-
kommen ausreichend, wenn man dem linearen Netz einen Feature-Vektor übergibt.  

Zunächst ist die Anzahl der Gewichte des Netzes zu ermitteln, aus der sich gleichzei-
tig die Länge des Feature-Vektors ergibt: 

ܿ = ݉ே

୧

 (2.10) 

Ein Vektor, der alle ܿ Gewichte enthält, hat die Form: 

ݓ = ൮

ݓ
ଵݓ
⋮

ଵ	ି	ݓ

൲ (2.11) 

Um die weiter oben diskutierte Indexierungsfunktion ߦ(Τℓ, s୲) weiterhin verwenden 
zu können, bietet es sich an, die Struktur der Look-up-Tabellen auf den Gewichts-
Vektor zu übertragen. Damit die neue Indexierungsfunktion auch weiterhin eine bijek-
tive Abbildung darstellt, also jedem N-Tupel einen eindeutigen Index zuweist, wird zu 
,Τℓ)ߦ s୲) ein Offset addiert, um eine Verschiebung innerhalb des Vektors zu erreichen. 
Legt man die Gewichte der einzelnen N-Tupel ൫Τ,Τଵ, … ൯ hintereinander im Vektor ab, 
ist die Berechnung des Indexes für ein Tupel Τℓ direkt möglich: 

,ሚ(Tℓߦ s୲) = ,Τℓ)ߦ s୲) +  (2.12) (ℓ)ߪ

wobei ℓ die Position – beginnend mit Null – des entsprechenden N-Tupels in dem 
Vektor ൫Τ,Τଵ, … ൯ beschreibt.  
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Daraus ergibt sich ein Offset ߪ(ℓ) von: 

(ℓ)ߪ =

⎩
⎪
⎨

⎪
⎧ 0, ݂üݎ	ℓ = 0

	

݉ே

ℓିଵ

ୀ

, ݐݏ݊ݏ
 (2.13) 

Im Prinzip entspricht die gewählte Darstellung daher einer direkten Hintereinander-
reihung aller LUTs des ursprünglichen N-Tupel-Systems.  

Mit diesen Informationen ist es nun möglich, einen Feature-Vektor ݃(s୲) des aktuel-
len Spielzustandes zu erzeugen, der auf den einzelnen N-Tupeln basiert. Hierzu legt 
man zunächst einen Nullvektor der Länge ܿ an. Abhängig vom aktuellen Spielzustand 
werden die einzelnen Elemente des Feature-Vektors nach folgender Vorschrift aktuali-
siert7: 

݃(s୲) 	← 	݃(s୲) + 1			∀	݅ ∈ ൛ߦሚ(T, s୲), ,ሚ(Tଵߦ s୲), … ൟ (2.14) 

Auch die symmetrischen Spielstellungen SYM(s୲) lassen sich ohne Weiteres mit 
einbeziehen (vgl. Abschnitt 2.3.3). Mithilfe dieses Feature-Vektors kann die Ausgabe 
des linearen Netzes anschließend sehr leicht berechnet werden: 

ܸ(s୲) = ݂൫ݓ,݃(s୲)൯ = ݓ ∙ ݃(s୲) (2.15) 

Auch hier ist die Verwendung einer Aktivierungsfunktion wie dem Tangens-
Hyperbolicus denkbar. Die Spielfunktion in Gleichung (2.15) liefert die gleichen Ergeb-
nisse, wie das zuvor beschriebene N-Tupel System mit mehreren Look-up-Tabellen, der 
nötige (Rechen-) Aufwand ist jedoch deutlich größer. Möglichweise kann der beschrie-
bene Feature-Vektor auch als Eingabe anderer Netztypen dienen; in wie weit dies 
sinnvoll ist, muss im Einzelfall geprüft werden. 

Zusätzlich zu den Gewichten LUTs ist die Verwendung eines Bias-Wertes – also eines 
unabhängigen Gewichtes – empfehlenswert. 

  

                                                           
7 Die Schreibweise ݃݅(st) = 1 ist unter gewissen Umständen auch denkbar. Bei Ausnutzung von Spiel-

feldsymmetrien, kann ein einzelner Index jedoch mehrmals auftreten, sodass ݃݅(st) = 1 nicht in je-
dem Fall korrekt wäre; es sei denn, dies wird gewünscht. Es konnte bei den Untersuchungen zum 
Vier-Gewinnt-Spiel allerdings kein Unterschied zwischen beiden Varianten festgestellt werden. 
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2.4 TD-Learning in Kombination mit N-Tupel-Systemen 
Im vorherigen Kapitel wurde eine mögliche Approximierung der Spielfunktion mi-

thilfe von N-Tupel-Systemen beschrieben. Ein Verfahren, das die Spielfunktion trai-
niert, ist allerdings noch nicht diskutiert worden. Ein besonders geeigneter Ansatz stellt 
das Temporal Difference Learning dar, mit dessen Hilfe Reinforcement-Probleme gelöst 
werden können. 

Ein Problem, dass bei praktisch allen Brettspielen auftritt, besteht darin, dass die di-
rekte Bewertung und Einordnung einer Aktion nicht möglich ist. Erst nach einer gewis-
sen Anzahl von Aktionen kann man eine Aussage über die Qualität der gewählten Akti-
onsfolge treffen; nämlich dann, wenn das Spiel beendet wird. Für den Lernprozess ist 
daher nicht eine einzelne Aktion entscheidend, sondern eine vollständige Sequenz de-
rer. Eine einzelne Aktion ist erst dann als gut einzustufen, wenn diese Teil einer erfolg-
reichen Sequenz ist.  

Probleme dieser Art können mithilfe des Reinforcement Learnings behandelt wer-
den: Je nach Ausgang des Spiels erhält der Agent eine Belohnung oder eine Bestrafung 
(engl.  Reward). So wird versucht, die Spielfunktion quasi rückwärts zu erlernen, indem 
man für jede Aktion die Bewertung des aktuellen Spielzustandes ݏ௧ etwas in die Rich-
tung des Zielzustandes ݏ௧ାଵ anpasst. Letztendlich besteht das Ziel des Trainings also 
darin, mithilfe von Belohnungen und Bestrafungen eine Spielfunktion zu erlernen, um 
Aktionen auszuführen, die den voraussichtlichen Nutzen maximieren [12] . 

2.4.1 Der TD(λ)-Algorithmus 
Mithilfe des in [12] und [22] beschriebenen TD(λ)-Algorithmus' ist es möglich, einen 

Agenten zu trainieren, der alleine durch Self-Play (Trainingsspiele gegen sich selbst) 
eine Spielfunktion erlernt. Weiteres Expertenwissen fließt nicht in den Trainingspro-
zess mit ein. Hierzu werden eine ganze Reihe von Spielen simuliert, an deren Ende je-
weils ein Reward vergeben wird. Der Algorithmus ist in leicht abgewandelter Form in 
Listing 2.1 aufgeführt. 

Der Algorithmus beschreibt genau einen Spielverlauf. Je nach Spiel können einige 
Hundert bis zu einige Millionen Trainingsdurchgänge notwendig werden, um erste 
brauchbare Resultate zu erzielen.  

Nach den erfolgten Initialisierungen führt der Algorithmus für beide Spieler ab-
wechselnd Halbzüge aus. Erst wenn ein terminierender Zustand – also eine Gewinn-
stellung oder ein Unentschieden – erreicht wird, ist dieser Trainingsvorgang abge-
schlossen. 
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Input: Anziehender Spieler  [=+1 ("X") oder -1 ("O")], Initialposition ݏ, sowie eine (teiltrainierte) 
Funktion ݂൫ݓ;  (௧ݏ)ܸ ൯ zur Berechnung der Spielfunktion(௧ݏ)݃	

1: Setze ݐ ≔ 0 und ݁ ≔ ∇୵݂൫ݓ;  −  gehört zu Spielerݏ ⊲ ൯(ݏ)݃	

2: for (  ≔ ௧ݏ ; ∉ ܵி ;	 ← ݐ		,(−) ← ݐ + 1 )  { 
⊳ Tausche Spieler in jedem    
 Durchgang 

3:  ܸௗ ≔ ݂൫ݓ;  ändert sich durchgängig ݓ ⊲ ൯(௧ݏ)݃	

4:  Generiere Zufallszahl ݍ ∈ [0, 1]  

5:  if ( ݍ <   ( ߝ

6:   Wähle After-State ݏ௧ାଵ zufällig aus ⊳ Explorative Move 

7:  else  

8: 

  Wähle After-State ݏ௧ାଵ, der              

 ∙ ቊ
௧ାଵݏ	ݎü݂			,(௧ାଵݏ)ܴ ∈ ܵி
݂൫ݓ; ݐݏ݊ݏ			,൯(௧ାଵݏ)݃	  

  maximiert 

⊳ Greedy-Move (Exploitation) 

9:  Bestimme Response ܸ(ݏ௧ାଵ) ≔ ݂൫ݓ;  ൯ ⊳ Lineares oder neuronales Netz(௧ାଵݏ)݃	

10:  Bestimme Reward ݎ௧ାଵ ≔  Aus der Spielumgebung ⊲ (௧ାଵݏ)ܴ

11:  Targetsignal ௧ܶାଵ ≔ ൜
௧ାଵݏ	ݎ݂ü			௧ାଵ,ݎ ∈ ܵி
ߛ ∙ ݐݏ݊ݏ			,(௧ାଵݏ)ܸ  

⊳ Trennung von Response und       
 Reward i.d.R. nötig 

12:  Fehlersignal ߜ௧ ≔ ௧ܶାଵ − ܸௗ  

13:  if ( ݍ ≥ ௧ାଵݏ or ߝ ∈ ܵி )  

14:   Lernschritt ݓ ← ݓ +   .௧݁୲ ⊳ Für einen greedy bzwߜߙ
 terminierenden Halbzug  

15:  ݁୲ାଵ ≔ ୲݁ߣߛ + ∇୵݂൫ݓ;  ൯ ⊳ Berechne Eligibility-Traces(௧ାଵݏ)݃	

16: } ⊳ Ende des Self-Plays 

Listing 2.1.   Inkrementeller TD(λ)-Algorithmus für Brettspiele ([12]  ,[22] ). 
   

In jedem Durchgang benötigt man den Wert der Spielfunktion ܸௗ für den aktuellen 
Spielzustand; hier wird das N-Tupel-System befragt. Wichtig ist, dass man hierfür nicht 
den Response des vorherigen Spielzustandes verwendet, sondern den Wert tatsächlich 
vollständig neu berechnet, da sich praktisch in jedem Schleifendurchlauf einzelne Ge-
wichte des Systems ändern [12] . Dies gilt insbesondere für neuronale bzw. lineare 
Netze, bei denen man unter Umständen doppelte Berechnungen vermeiden möchte; 
diese mehrfache Berechnung kann man nicht ohne Weiteres umgehen, der erhöhte 
Rechenaufwand muss daher in Kauf genommen werden. 

Sich ständig wiederholende Spielverläufe vermeidet man, indem jeder Halbzug mit 
einer gewissen Wahrscheinlichkeit ߝ zufällig ausgewählt wird. Solche Halbzüge be-
zeichnet man auch als Explorative-Moves. Ansonsten wählt der Algorithmus für den 
jeweiligen Spieler einen Halbzug, der nach Befragung der Spielfunktion am vielverspre-
chendsten erscheint (Exploitation).  

Bei der Berechnung des Targetsignals ௧ܶାଵ ist auch die Schreibweise ௧ܶାଵ = ௧ାଵݎ +
ߛ ∙  denkbar, da der Reward für non-terminale Zustände idealerweise gleich (௧ାଵݏ)ܸ
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Null ist und umgekehrt die Spielfunktion für terminale Spielzustände Null liefert. In der 
Praxis ist dies allerdings oft – unter anderem auch bei Verwendung eines N-Tupel-
Systems – nicht der Fall, sodass eine getrennte Betrachtung nötig wird [12] . 

Ein Lernschritt findet immer dann statt, wenn ein Greedy-Zug gespielt oder ein ter-
minaler Zustand erreicht wurde. Der Vektor ݁୲ beschreibt hierbei die sogenannten Eli-
gibility-Traces. Wird der Parameter ߣ (Trace Decay) ungleich Null gewählt, fließen die 
Eligibility-Traces der vorherigen Spielzustände in den aktuellen Vektor mit ein. In dieser 
Arbeit soll jedoch lediglich der Fall ߣ = 0 betrachtet werden, sodass der Algorithmus 
schlichtweg den Gradienten ݁୲ ≔ ∇୵݂൫ݓ;   .൯ berechnet(௧ݏ)݃	

Der Discount-Faktor ߛ zinst die Werte der Spielfunktion für die Zielzustände etwas 
ab, da in der Regel nicht sicher ist, dass diese Zielzustände tatsächlich die bestmögli-
chen sind. Üblich sind laut [12] Werte im Intervall von ߛ ∈ [0,9	; 1]. 

Mithilfe der Lernschrittweite ߙ vermeidet man zu starke Änderungen der Gewichte 
in die eine oder andere Richtung. Typischerweise wird die Lernschrittweite im Laufe 
des Trainings immer weiter verkleinert, um Anfangs eine hohe Konvergenzgeschwin-
digkeit zu erhalten und im weiteren Verlauf stark oszillierendes Verhalten zu vermei-
den. In der Praxis hat sich eine exponentielle Abnahme der Schrittweite bewährt. So 
sollte im Idealfall das Fehlersignal im Laufe des Trainings minimiert werden.  

Letztendlich handelt es sich hierbei um ein klassisches Gradientenabstiegsverfahren 
mit variabler Lernschrittweite, vorausgesetzt es wird ߣ = 0 gewählt. 

2.4.2 Optimierung der Lernschritte 
Wie weiter oben bereits erwähnt wurde, sollte man im Programm auf die Verwen-

dung von Vektoren verzichten, sofern dies nicht unumgänglich ist. Vor allem der Featu-
re-Vektor des N-Tupel-Systems kann unter Umständen sehr groß werden, sodass in der 
Praxis deutliche Laufzeitnachteile zu erwarten sind, sollte man keine geeignete Alter-
native finden. In Abschnitt 2.3.2 ist bereits ein vergleichsweise schnelles Verfahren zur 
Berechnung der Spielfunktion vorgestellt worden, für die einzelnen Lernschritte im 
TD(λ)-Algorithmus ist eine effizientere Herangehensweise noch nicht bekannt. Für den 
Optimierungsansatz entscheidend sind die Eligibility-Traces, die in Listing 2.1 folgen-
dermaßen beschrieben werden:  

݁୲ାଵ ≔ ୲݁ߣߛ + ∇୵݂൫ݓ;  ൯ (2.16)(௧ାଵݏ)݃	

Sollte es möglich sein, die Vektorschreibweise der Eligibility-Traces in eine etwas 
andere Darstellung zu überführen, ist auch eine effizientere Behandlung in der Imple-
mentierung denkbar. 

Für ߣ ≠ 0 ist eine deutliche Vereinfachung allerdings nicht ohne Weiteres vorstell-
bar. Da dies in der Praxis oft ohnehin nicht vorteilhaft ist, wird im Weiteren ausschließ-
lich der Fall  ߣ = 0 betrachtet, sodass sich obige Gleichung etwas vereinfachen lässt: 
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݁୲ ≔ ∇୵݂൫ݓ;  ൯ (2.17)(௧ݏ)݃	

Bei der – mithilfe des N-Tupel Systems realisierten – Spielfunktion handelt es sich 
um eine Funktion der Form8: 

തܸ(s୲) = ݂൫ݓ; 	݃(s୲)൯ = tanh൫ݓ ∙ ݃(s୲)൯ (2.18) 

bzw.: 
  

݂൫ݓ; 	݃(s୲)൯ = tanh൭ݓ ∙ ݃(s୲)


൱ (2.19) 

Der Gradient lässt sich für diese Funktion vergleichsweise leicht ermitteln: 

∇୵݂൫ݓ; ൯(௧ݏ)݃	 = 1 − tanhଶ ൭ݓ ∙ ݃(s୲)


൱൩ ∙ ݃(s୲) 	

= ቂ1 − ݂൫ݓ; 	݃(s୲)൯
ଶ
ቃ ∙ ݃(s୲) 

 

(2.20) 

Bei Verwendung der Aktivierungsfunktion (Tangens-Hyperbolicus) liefert der Gra-
dient wieder den Feature-Vektor ݃(s୲), der mit einem Vorfaktor multipliziert wird 
(2.20). Dieser Vorfaktor wird zu Eins, sollte man auf die Aktivierungsfunktion verzich-
ten.  

Nachdem der Gradient bekannt ist, lässt sich ein Lernschritt in leicht abgewandelter 
Form notieren: 

ݓ ← ݓ + ௧ߜߙ ቂ1 − ݂൫ݓ; 	݃(s୲)൯
ଶ
ቃ ∙ ݃(s୲) (2.21) 

Nun kann man die Tatsache ausnutzen, dass oftmals große Teile des Feature-
Vektors lediglich Null-Elemente enthalten. Ein einzelnes Gewicht ändert sich während 
des Lernschrittes nur dann, wenn der entsprechende Eintrag im Feature-Vektor un-
gleich Null ist. Beim Einsatz eines N-Tupel-Systems betrifft dies ausnahmslos Einträge, 
die von der Indexierungsfunktion ߦሚ(Tℓ, s୲) = ,Τℓ)ߦ s୲) +  adressiert wurden. Es ist (ℓ)ߪ
also vollkommen ausreichend, wenn der Wert 

ݓ∆ = ௧ߜߙ ቂ1 − ݂൫ݓ; 	݃(s୲)൯
ଶ
ቃ (2.22) 

zu den – durch die Indexierungsfunktion adressierten – Gewichte addiert wird: 

                                                           
8 Die Ermittlung der Vektoren ݓ und ݃(s୲) und deren Besonderheiten sind bereits in Abschnitt 2.6 dis-

kutiert worden. 



Grundlagen 

 
 Reinforcement Learning mit  

N-Tupel-Systemen für Vier Gewinnt 
 

S e i t e  | 29

ݓ ← ݓ + ݓ∆ ∙ ݃(s୲)							∀	݃(s୲) ≠ 0 (2.23) 

bzw.:9 

ݓ 	← ݓ	 + ݅	∀							ݓ∆ ∈ ൛ߦሚ(T, s୲), ,ሚ(Tଵߦ s୲), … ൟ (2.24) 

Sollte man auf ein lineares Netz mit einem individuellen Gewichts-Vektor verzichten 
und stattdessen die Verwendung mehrerer Look-up-Tabellen bevorzugen, wird der 
Gewichts-Vektor schlicht in die entsprechenden LUTs zerlegt. Formal ändert sich hier-
durch jedoch nichts. Da keine Offsetberechnungen mehr nötig sind, kommt wieder die 
Indexierungsfunktion ߦ(Τℓ, s୲) zum Einsatz. Auch die Berechnung des Skalarproduktes 
ݓ ∙ ݃(s୲) zur Bestimmung der Spielfunktion kann vermieden werden, sodass man kür-
zere Laufzeiten erreicht, indem man die Spielfunktion nach Formel (2.7) bzw. (2.9) be-
rechnet. 

Der Übergang zu einem N-Tupel-System mit getrennten Look-up-Tabellen – so wie 
es auch Lucas in [6] einsetzt – kann folgendermaßen beschrieben werden: 

ܷܮ ܶ[ߦ(Τ, s୲)] ← ܷܮ ܶ[ߦ(Τ, s୲)] +  (2.25) ܮ∆

Analog zu Gleichung (2.22) gilt: 

ܮ∆ = ௧[1ߜߙ − തܸ(s୲)ଶ] (2.26) 

Auch an dieser Stelle verzichtet man auf den Faktor [1 − തܸ(s୲)ଶ], sollte die Spiel-
funktion ܸ(s୲) (keine Aktivierungsfunktion) zum Einsatz kommen.  

Es ist völlig ausreichend, ∆ܮ einmalig zu berechnen. Diesen Wert addiert man an-
schließend auf alle betroffenen Gewichte.  

Letztendlich kann man beim Einsatz von Look-up-Tabellen vollständig auf die zeit- 
und speicherintensive Berechnung von Vektoren (Feature- bzw. "Lernschritts"-
Vektoren) während des Trainings verzichten, da nur wenige Komponenten der jeweili-
gen Vektoren für weitere Betrachtungen relevant wären. Dies ist insbesondere dann 
von Vorteil, wenn sehr viele Trainingsspiele nötig sind.  

                                                           
9 Vgl. Gleichung (2.14 Analog hierzu). Bei der Ausnutzung von Spielfeldsymmetrien erweitert sich die 

Liste der N-Tupel um die der spiegel- bzw. rotationssymmetrischen Stellungen. 
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3 Konzeption der Lern-Experimente 

Bevor mit den eigentlichen Untersuchungen begonnen wird, soll an dieser Stelle 
kurz beschrieben werden, wie auf Basis der in Kapitel 2 beschriebenen Grundlagen die 
weiteren Arbeitsschritte festgelegt und geeignete Forschungsfragen formuliert wur-
den. 

3.1 Festlegung der Arbeitsschritte 
Zunächst ist die Implementierung eines allgemeingültigen N-Tupel-Systems mit den 

dazugehörigen Schnittstellen nötig, um eine Spielfunktion approximieren zu können. 
Das System kann weitestgehend unabhängig von den weiteren Programmkomponen-
ten erstellt werden. Auch erste Tests sind bereits in begrenztem Umfang möglich. 

Als Ausgangspunkt für die weiteren Arbeiten dient ein bereits existierendes Soft-
ware-Framework ([12] ,[22] ) für RL und Tic Tac Toe.  

Beim Spiel Tic Tac Toe handelt es sich um ein Strategiespiel, dass dem Spiel Vier 
Gewinnt sehr ähnlich ist. Im Gegensatz zu Vier Gewinnt müssen die beiden Spieler je-
doch nur versuchen, drei eigene Steine in einer Reihe zu platzieren, um das Spiel zu 
gewinnen, wobei die Regel der Schwerkraft bei Tic Tac Toe keine Anwendung findet. 
Der Hauptunterschied zu Vier Gewinnt liegt jedoch in der deutlich reduzierten Komple-
xität (das Spielfeld besteht lediglich aus einer 3x3 Matrix).  

Zur Einarbeitung in die Thematik erscheint dieses Spiel daher gut geeignet, auch un-
ter dem Gesichtspunkt, dass zentrale Programmteile bereits zur Verfügung stehen. Da 
das Framework bereits das Erlernen linearer Spielfunktionen erlaubt10, ist lediglich 
eine Erweiterung um das N-Tupel-System nötig, um erste Untersuchungen anstellen zu 
können. 

Bevor nun dazu übergegangen werden kann, Untersuchungen am Spiel Vier Ge-
winnt durchzuführen, sind Vergleichsmöglichkeiten zur Einschätzung der Spielstärke 
nötig. Ein Agent – basierend auf einem Baumsuchverfahren – eignet sich hierfür be-
sonders gut, da – zumindest theoretisch – perfektes Spiel möglich ist und die Spielstär-
ke anhand der Suchtiefe eingestellt werden kann. Agenten mit Baumsuchverfahren 
haben allerdings den entscheidenden Nachteil, dass schnell eine sehr große Zahl an 
                                                           
10 Im Prinzip ist es daher ausreichend, eine Funktionalität zur Verfügung zu stellen, die den Feature-

Vektor ݃(s୲) nach der Vorschrift (Formel) (2.14) erzeugt, da alles Weitere (Lernschritte, Berechnung 
der Ausgabe) vom vorhanden linearen Netz übernommen werden kann. Wie zuvor erwähnt, sollte 
aus Effizienzgründen allerdings später dazu übergegangen werden, Look-up-Tabellen zu verwenden. 
Dennoch ist erstere Variante als Vergleichsmöglichkeit gut geeignet. 
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Spielknoten durchsucht werden müssen. Daher ist insbesondere auf die Effizienz der 
Algorithmen großer Wert zu legen. 

Auch auf die Wiederverwendbarkeit grundlegender Datenstrukturen (Spielfeldrep-
räsentation) und Methoden (Suche nach Viererketten) sollte zu diesem Zeitpunkt be-
reits geachtet werden. 

Schließlich kann ein TDL-Agent für das Spiel Vier Gewinnt realisiert und im Anschluss 
mit den Experimenten begonnen werden. Das Erlernen des kompletten Spiels gleich zu 
Beginn sollte jedoch vermieden werden, da dies unter anderem die Fehlersuche er-
schwert. Alternativ könnten beispielsweise zunächst kleinere Spielfelder verwendet 
werden, um die Komplexität zu reduzieren; dies würde jedoch einen gewissen Mehr-
aufwand bedeuten. Sinnvoller erscheint daher das Erlernen von Endspielsituationen 
bzw. Eröffnungsphasen. Dadurch wäre es unter anderem auch möglich, die Komplexi-
tät schrittweise zu erhöhen. Erst wenn dies zufriedenstellende Resultate liefert, sollte 
das vollständige Spiel betrachtet werden. 
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3.2 Zentrale Forschungsfragen 
Wie zuvor bereits erwähnt, konnte Simon M. Lucas mithilfe eines N-Tupel-Systems 

in Verbindung mit TDL sehr gute Resultate beim Spiel Othello erzielen [6] , wobei ledig-
lich 30 N-Tupel mit einer Länge zwischen zwei und sechs verwendet wurden.  

Alle beschriebenen Ergebnisse wurden ohne die Zuhilfenahme eines externen Leh-
rers (reines "Self-Play"-Training) oder sonstigem spieltheoretischem Wissen erreicht; 
lediglich Spielfeldsymmetrien wurden zur Beschleunigung des Trainings ausgenutzt.  

Da die Komplexität von Vier Gewinnt [8] deutlich unter der von Othello liegt  ([9] , S. 
167), sind hier möglicherweise ähnlich gute Ergebnisse zu erzielen. Hierzu lassen sich 
eine Reihe von (teilweise offen gehaltenen) Forschungsfragen formulieren, die später 
beantwortet werden sollen11: 

1. Lässt sich RL mit N-Tupel-Systemen generell auf das Spiel Vier Gewinnt über-
tragen bzw. sind hier ähnlich gute Resultate zu beobachten? Welche Grund-
voraussetzungen sind hierfür nötig? 

2. Kann ein starker Spieler alleine durch "Self-Play" erzeugt werden? 
3. Lucas benötigte nur 1250 Trainingsspiele, um eine hohe Spielstärke seines 

Othello-Agenten zu erreichen [6] . Ist Vier Gewinnt auch anhand weniger Spie-
le erlernbar? 

4. Welche Konfigurationen sind für ein erfolgreiches Training nötig (sofern dies 
möglich ist)? Konkret wären insbesondere folgende Fragen von Interesse: 

a. Welche Anzahl und Länge der N-Tupel ist für Vier Gewinnt nötig? 
b. Müssen N-Tupel von Hand vorgegeben werden oder ist eine zufällige 

Generierung möglich? Welche Generierungsvorschriften eignen sich 
besonders? 

c. Wie müssen die weiteren Parameter (z.B. Lernschrittweite oder Explo-
rationsrate) gewählt werden und sind noch weitere wichtige Punkte zu 
beachten? 

5. Inwieweit lassen sich bestimmte Trainingsresultate unter gewissen Rahmen-
bedingungen reproduzieren? 

Lassen sich obige Fragen nicht bzw. nicht positiv beantworten (aber auch unabhän-
gig hiervon), sind einige alternative Fragestellungen denkbar: 

1. Können zumindest die Ursachen für unbefriedigende Trainingsresultate aus-
findig gemacht und beschrieben werden? 

2. Gelingt es zumindest, kleinere Ausschnitte des Spiels (Vier Gewinnt) zu erler-
nen (z.B. Eröffnungs- oder Endspielsituationen) ? 

3. Lassen sich Trainingsresultate durch Ausnutzung gewisser Spielcharakteristika 
oder durch andere Ansätze, wie z.B. dem "Überwachten Lernen" verbessern? 

                                                           
11 Begriffe wie "gut", "stark" oder "wenig" werden später genauer spezifiziert. 
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4 Reinforcement-Learning-Experimente mit N-
Tupel-Systemen 

In diesem Kapitel soll zunächst ein kurzer Überblick über die entwickelte Software 
gegeben werden. Im Anschluss werden Schritt für Schritt die einzelnen Entwicklungs-
abschnitte erläutert und die erzielten Resultate diskutiert. So wird beispielsweise zu 
Beginn das triviale Spiel Tic Tac Toe untersucht, das dem Vier-Gewinnt-Spiel relativ 
ähnlich ist. Anschließend wird dazu übergegangen, die Eröffnungsphasen von Vier Ge-
winnt und letztendlich das vollständige Spiel auf ihre Erlernbarkeit zu überprüfen. Die 
zentralen Ergebnisse sind bereits in einem Artikel [23] in etwas kompakterer Form dar-
gestellt. 

4.1 Trainings- und Testumgebung 

4.1.1 Grundlegende Funktionalitäten der Software 
Die Trainings- und Testumgebung wurde vollständig mit der Programmiersprache 

Java innerhalb der Entwicklungsumgebung Eclipse entwickelt. Ausgangspunkt war eine 
Java-Software für RL und Tic Tac Toe ([12] , [22] ), die im Rahmen dieser Arbeit um 
sämtliche Aspekte zu N-Tupel-Systemen und zu Vier Gewinnt erweitert wurde. Dem 
Anwender wird eine GUI zur Verfügung gestellt, die eine einfache Bedienung ermög-
licht und wichtige Informationen und Vorgänge visualisiert. Einige grundlegende Funk-
tionen sollen im Folgenden dargestellt werden: 

 Spiele können im Schritt-für-Schritt Modus mit zwei beliebigen (trainierten) 
Agenten durchgeführt werden. Falls gewünscht, kann eine Startposition vor-
gegeben werden.  

 Hierbei stehen dem Anwender perfekt spielende Minimax-Agenten, voll-
ständig zufallsbasierte Agenten und schließlich TDL-Agenten mit N-Tupel-
Systemen zur Verfügung. Auch die Wahl von menschlichen Spielern ist mög-
lich. 

 Während der Spiele bekommt man die Stellungsbewertungen der jeweiligen 
Agenten angezeigt und kann so deren Entscheidungen nachvollziehen. 

 Die Spielstärke von Agenten kann mithilfe einer Evaluierungsfunktion einge-
schätzt werden (vgl. Abschnitt 4.1.3 und 4.1.4). 
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Abbildung 4.1.  Hauptfenster der Trainingsumgebung. Dargestellt ist in diesem 
Fall ein Spiel zwischen einem TDL-Agenten als anziehenden Spieler und einem 
Minimax-Agenten. In der Leiste unter dem Spielfeld sind die spieltheoretischen 
Werte sowie die Bewertungen des TDL-Agenten (da dieser am Zug ist) für die 
einzelnen Spalten ablesbar. 

Da das Training und die Untersuchung von TDL-Agenten und den zugehörigen N-
Tupel-Systemen im Vordergrund dieser Arbeit steht, stellt das Programm eine ganze 
Reihe weiterer Möglichkeiten speziell für diese Zwecke zur Verfügung: 

 Laden und Speichern von Agenten inklusive aller dazugehörigen LUTs und 
weiterer Datenstrukturen. 

 Visualisierung aller N-Tupel eines Systems 
 Vorgabe der N-Tupel durch den Anwender 
 Umfassende Untersuchung der LUTs in separatem Fenster: Hier kann bei-

spielsweise die Ausgabe einer oder mehrerer LUTs für individuelle Belegun-
gen der N-Tupel oder für vollständige Spielstellungen betrachtet werden. So 
ist es für den Anwender möglich, nachzuvollziehen wie das System die Ad-
ressierung innerhalb der LUTs vornimmt und Teilergebnisse zu einem Ge-
samtresultat kombiniert. 

 Training von TDL-Agenten mit einer konsolenbasierten Version des Prog-
ramms – insbesondere für UNIX-Systeme. Die Ausgabe aller trainingsrele-
vanten Daten erfolgt im CSV-Format (Comma-Separated Values). 

 
Für weitere Funktionen und Details sei auf die englischsprachige Hilfedatei im An-

hang verwiesen; diese kann auch direkt von der GUI aus aufgerufen werden.   
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4.1.2 Weitere Details zur Software und Trainingskonfiguration 
Bevor ein Trainingsvorgang für einen TDL-Agenten gestartet werden kann, müssen 

eine ganze Reihe von Parametereinstellungen vorgenommen werden. Bestimmte Pa-
rameterkonstellationen werden in den nachfolgenden Abschnitten aufgegriffen, an 
dieser Stelle sollen jedoch noch verschiedene Konfigurationen der Explorationsrate 
sowie die Verwendung von Hashtabellen diskutiert werden. 

Für die Explorationsrate ߝ lassen sich ein Initial- sowie ein Finalwert festlegen. Der 
Anwender kann ferner zwischen vier Funktionen auswählen, die während des Trainings 
zu unterschiedlichen Kurven führen. 

 
Abbildung 4.2.  Dargestellt sind die vier möglichen Anpassungsfunktionen der 
Explorationsrate ߝ. Beim Einsatz einer Sigmoid- oder einer Sprungfunktion lassen 
sich der Wendepunkt bzw. die Sprungstelle durch den Anwender vorgeben. In 
diesem Fall fällt ߝ in allen vier Fällen innerhalb von 10 Mio. Spielen von 0,9 auf 
0,1 ab. 

 Bei Verwendung einer Sigmoidfunktion (graue Kurve12) ergibt sich im Regelfall ein 
umgekehrt S-Förmiger Verlauf. Die Funktion wird beschrieben durch: 

(݊)ߝ = (߳ே − ߳) ⋅ ܵ ቀ
݊ − ݊௪

ܰ
݉ቁ + ߳ே (4.1) 

Hierbei entspricht ݊ der aktuellen Zahl an Trainingsspielen, ߳0  und 	߳ܰ dem Initial- 
bzw. Finalwert und ܰ der Gesamtzahl an Trainingsspielen. Die Funktion lässt mithilfe des 
Parameters ݊ݓ – der den Wendepunkt der Funktion darstellt – entlang der Abszisse ver-

                                                           
12 Die Angabe der Farbe bezieht sich für die nachfolgenden Angaben jeweils auf Abbildung 4.2. 
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schieben. Mithilfe der Variable ݉ kann man die Steigung verändern. Zurzeit ist diese im 
Programm fest verdrahtet und nimmt den Wert ݉ = 10 an. Weiterhin gilt13: 

(ݔ)ܵ =
1

eଶ௫ + 1
=

1 − tanh(ݔ)
2

 (4.2) 

Die Sprungfunktion (blaue Kurve) benötigt lediglich einen zusätzlichen Parameter, 
der die Sprungstelle vom Initial- auf den Finalwert beschreibt, die lineare (rote Kurve) 
bzw. exponentielle14 (grüne Kurve) Anpassungsfunktionen benötigen diesen nicht. Für 
den exponentiellen Verlauf gilt: 

(݊)ߝ = ߳ ⋅ ܽ  (4.3) 
bzw. 

(݊)ߝ = ݊)ߝ − 1) ⋅ ܽ  mit (0)ߝ = ߳ (4.4) 
mit 

ܽ = ඨ
߳ே
߳

ಿ
 (4.5) 

Generell lässt sich sagen, dass niedrige Werte für die Explorationsrate das Training 
verlangsamen, da häufiger auf das N-Tupel-System zugegriffen wird. Vor Trainingsbe-
ginn kann der Discount-Faktor ߛ auf einen konstanten Wert eingestellt werden, der 
Wert des Parameters ߣ beträgt Null und ist nicht änderbar (siehe Abschnitt 2.4.2). 

Da in den nächsten Abschnitten im Regelfall Trainingskonfigurationen mit bis zu 10 
Mio. Trainingsspielen beschrieben werden, ist besonderer Wert auf die Laufzeit der 
trainingsrelevanten Methoden zu legen.  

Daher werden auch sogenannte Bitboards als grundlegende Datenstruktur zur Spiel-
feldrepräsentation des TD-Agenten eingesetzt15. Dies beschleunigt die Trainingsvor-
gänge deutlich, da viele grundlegende Operationen – beispielsweise die Erkennung von 
Terminalzuständen – mit wenigen CPU-Befehlen auskommen. Details hierzu können in 
der Projektarbeit ([24] , S. 27 ff.) nachgelesen oder dem Quelltext (c4.ConnectFour) 
entnommen werden. 

                                                           
13 Im Programm kommt ausschließlich die zweite Variante der Formel (4.1) zum Einsatz, die den Tan-

gens-Hyperbolicus beinhaltet. Anstelle der Standardfunktion Math.tanh() wird eine eigene Funktion 
genutzt, die auf einem Tabelleninterpolationsverfahren basiert und ca. um das Dreifache schneller 
ist (mit vernachlässigbarem Genauigkeitsverlust). 

14 Auch die Lernschrittweite folgt diesem exponentiellem Verlauf. Im Gegensatz zur Explorationsrate 
lässt sich hierfür zurzeit auch keine andere Anpassungsfunktion wählen. 

15 Dies gilt allerdings nur für das Vier Gewinnt Spiel. Tic Tac Toe hat eine deutlich geringere Komplexität, 
sodass Bitboards nicht vonnöten sind. Nichtsdestotrotz enthält die Klasse diverses.CountPositions ei-
ne rudimentäre Umsetzung des Bitboard-Prinzips, dass sich leicht auf den entsprechenden TD-
Agenten übertragen ließe. 
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Wie bereits erwähnt wurde, erzeugt das Programm für jedes N-Tupel unabhängige 
Look-up-Tabellen, die mit weiteren Informationen in eigenständigen Objekten verwal-
tet werden. Dieser Ansatz entspricht zwar nicht ganz dem eines klassischen linearen 
Netzes, das alle Gewichte in einem einzelnen Vektor führt, dennoch sollten beide Sys-
teme nach außen hin das gleiche Verhalten aufweisen. Weiterhin wird in diesem Prog-
ramm auf die Erzeugung ganzer Vektoren verzichtet, da im Regelfall nur wenige Kom-
ponenten innerhalb dieser von Bedeutung sind. Ein vom N-Tupel-System generierter 
Feature-Vektor würde hauptsächlich Null-Elemente enthalten, die für weitere Betrach-
tungen überflüssig wären. Man spart daher Rechenzeit und Speicher ein, wenn im wei-
teren Verlauf lediglich die wenigen relevanten Komponenten des Vektors herangezo-
gen werden (vgl. Abschnitt 2.3.4 und 2.4.2). 

Um die Komplexität des Vier Gewinnt Spiels zu reduzieren, besteht außerdem die 
Möglichkeit, die einzelnen Trainingsspiele bei einer gewissen Anzahl von Spielsteinen 
auf dem Brett zu unterbrechen. Der Reward – daher der spieltheoretische Wert - muss 
anschließend von der Alpha-Beta Suche ermittelt werden. So kann man dann bei-
spielsweise einen TDL-Agenten trainieren, der die Eröffnungsphase bis zu zwölf Spiel-
steinen beherrscht. Vor allem lassen sich hierdurch auch die implementierten Algo-
rithmen auf ihre Richtigkeit überprüfen. 

Weiterhin stellte sich nach einigen Untersuchungen mit einem Profiler heraus, dass 
insbesondere die Implementierung der Indexierungsfunktion ߦ(Τ, s୲) für Formel (2.6) 
besonders rechenzeitintensiv ist; vor allem deshalb, weil beim Zugriff auf die Spielfunk-
tion im Regelfall mehrere Dutzend Indexes berechnet werden müssen. Aus diesem 
Grund wurde sich dazu entschieden, eine optional wählbare Hashtabelle zu konzipie-
ren, die für einzelne Stellungen den entsprechenden Satz an Indexes aller N-Tupel auf-
nimmt. Insbesondere für Systeme mit vielen N-Tupeln ist diese Maßnahme hilfreich.  

Mithilfe des in [25] beschriebenen Zobrist-Hashings lassen sich solche Eintragungen 
in die Hash-Tabelle vergleichsweise schnell vornehmen. Experimentell hat sich be-
währt, existierende Einträge im Falle einer Kollision generell zu überschreiben. 

Die Größe der Hashtabelle ist auf maximal 2ଵ = 65536 Einträge beschränkt, im 
Normalfall kann die Größe auch auf die Hälfte bzw. ein Viertel des Wertes reduziert 
werden. 

In Verbindung mit einigen kleineren Optimierungen reduziert sich die durchschnitt-
liche Laufzeit des Trainings für die Standardkonfiguration (vgl. Abschnitt 4.1.5) von 
ursprünglich 9h 30min auf weniger als die Hälfte (4h 15min)16. Jedes Trainingsspiel 
benötigt daher im Schnitt eine Zeit 1,5ms. 

 

                                                           
16 Die Größe der Hashtabelle war auf 2ଵହ = 32768Einträge begrenzt. Die Durchschnittszeit wurde je-

weils anhand von zehn Trainingsdurchgängen bestimmt. 
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4.1.3 Minimax-Agent für Vergleichszwecke 
Im nachfolgenden Abschnitt soll erläutert werden, wie mithilfe eines Agenten (im 

Weiteren Minimax-Agent) – basierend auf einer klassischen Baumsuche – eine mög-
lichst objektive Einschätzung der Spielstärke anderer Agenten erfolgen kann.  

Die Entwicklung eines solchen Agenten ist im Regelfall nicht trivial, sodass oft ein 
sehr hoher Entwicklungsaufwand nötig wird. 

Für die Untersuchungen in dieser Arbeit wurde ein Minimax-Agent entwickelt, der 
das Spiel Vier Gewinnt perfekt beherrscht (daher exakte Stellungsbewertungen vor-
nehmen kann). Einige zentrale Komponenten sollen an dieser Stelle kurz beschrieben 
werden. Im Projektbericht ([24] , S. 24 ff.) sind die eingesetzten Verfahren und Techni-
ken detailliert ausgeführt. 

Ziel der Minimax-Suche ist es, den eigenen Gewinn zu maximieren, bei gleichzeitiger 
Minimierung des Gewinns des Gegners. Hierzu wird ein Suchbaum aufgebaut und alle 
zukünftigen Spielstellungen bis zu einer gewissen Tiefe analysiert. Bei maximaler Such-
tiefe (Alle Blattknoten entsprechen terminalen Spielstellungen) ist eine exakte Stel-
lungsbewertung und somit perfektes Spiel möglich. Bricht die Suche vorzeitig ab (Errei-
chen des Suchhorizontes), sind sogenannte Evaluierungsfunktionen nötig, die den 
spieltheoretischen Wert der Blattknoten einzuschätzen versuchen.  

Da der Suchaufwand exponentiell mit der Suchtiefe steigt, können selbst viele Vier-
Gewinnt-Stellungen nicht ohne weiteres exakt untersucht werden. 

Eine sehr wichtige Technik, um den Suchraum zu verkleinern, stellt die Alpha-Beta-
Suche dar, mit der häufig große Teile des Spielbaums abgeschnitten werden können.  

Der Minimax-Algorithmus untersucht alle Knoten des Spielbaums, unabhängig da-
von, ob dies im Einzelfall tatsächlich noch nötig ist. Dabei könnte in vielen Fällen auf 
die Untersuchung ganzer Teilbäume verzichtet werden, da den Opponenten unter Um-
ständen bereits bessere Alternativen vorliegen. Die Alpha-Beta-Suche verwendet nun 
zwei Variablen (Alpha und Beta), um die bestmöglichen spieltheoretischen Werte be-
reits untersuchter Teilbäume für beide Spieler festzuhalten. Ist es absehbar, dass der 
aktuelle Teilbaum für einen der Opponenten nicht als Option in Frage kommt, da die-
ser bereits eine bessere Alternative kennt, muss der entsprechende Knoten nicht wei-
ter expandiert werden (Cutoff). Je eher für beide Spieler die bestmöglichen Varianten 
gefunden werden, desto mehr und größere Teilbäume lassen sich abschneiden. Daher 
spielt die Zugsortierung eine entscheidende Rolle für die Effizienz der Alpha-Beta-
Suche.  

Beim Vier-Gewinnt-Spiel kann bereits mit einer simplen Zugsortierung, die lediglich 
zentrale Spielfeldzellen bevorzugt behandelt, eine hohe Cutoff-Rate erzielt werden. 
Auch die Bevorzugung von Spielzügen, die (nicht unmittelbare) Drohungen erzeugen 
und weitere kleinere Maßnahmen beschleunigen die Zugsortierung. 
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Da die Umstellung von Zugfolgen oft zu ein und derselben Stellung führt, erreicht 
die Baumsuche viele Spielstellungen mehrfach. Eine erneute Untersuchung solcher 
Spielstellungen sollte vermieden werden, da ja bereits ein Ergebnis hierfür vorliegt 
bzw. vorlag. Mithilfe von Transpositionstabellen können die spieltheoretischen Werte 
von Spielstellungen abgespeichert und bei Bedarf wieder entnommen werden um die 
mehrfache Analyse von Spielstellungen zu vermeiden. Mithilfe der Enhanced Transpo-
sition Cutoffs (ETC) [26] lässt sich die Zahl der Cutoffs mithilfe der Transpositionstabel-
len noch erhöhen. 

Da speziell beim Vier-Gewinnt-Spiel Eröffnungsstellungen – aufgrund des deutlich 
größeren Zustandsraumes – deutlich schwieriger zu untersuchen sind, als Endspielsi-
tuationen, bietet sich insbesondere für Vier Gewinnt an, Eröffnungsdatenbanken zu 
verwenden. Daher wurde unter anderem eine Datenbank berechnet, die alle notwen-
digen Spielstellungen mit 12 Steinen enthält und die dazugehörigen spieltheoretischen 
Werte. 

Eine eher technische Optimierung der Suche stellen die sogenannten Bitboards dar. 
Hierbei repräsentieren mehrere Bitfelder (genau zwei für Vier Gewinnt) das Spielfeld. 
Jedes Bitfeld nimmt jeweils Spielsteine gleicher Art (gelbe bzw. rote Steine) auf, wobei 
ein Bit einer Zelle des Spielfeldes zugeordnet wird. 

Wie stark sich jede Optimierung letztendlich auf die Laufzeit der Baumsuche aus-
wirkt, kann nicht ohne Weiteres bestimmt werden, da die einzelnen Optimierungs-
schritte zum Teil wieder andere in ihrer Effektivität beeinflussen. 

Die Alpha-Beta-Suche in Verbindung mit der guten Zugsortierung konnte deutlich 
über 90% der Knoten im Vergleich zur Minimax-Suche einsparen und stellt daher die 
zentrale Optimierung des Minimax-Agenten dar. 

Durch die Einführung der Transpositionstabellen entsteht ein – nicht zu vernachläs-
sigender Overhead – der allerdings durch die große Zahl an Cutoffs mehr als kompen-
siert wird. Die Laufzeit kann durch die Transpositionstabellen im Schnitt etwa halbiert 
werden. 

Mithilfe der eingesetzten Eröffnungsdatenbanken lassen sich alle Spielstellungen 
mit 12 oder weniger Spielsteinen innerhalb weniger Millisekunden analysieren (die 
Untersuchung des leeren Spielfeldes ohne Eröffnungswissen benötigt ca. 3-4 Minuten 
auf einem Pentium4-Rechner). Nach Verlassen der Eröffnungsphase ist die Alpha-Beta-
Suche bereits in der Lage, praktisch jede Spielsituation in deutlich weniger als einer 
Sekunde zu untersuchen (in der Regel sogar nur wenige Millisekunden). 

Auch der Einsatz von Bitboards halbiert die Laufzeit der Suche um knapp die Hälfte.  

Zu beachten ist, dass der hier beschriebene Minimax-Agent in keiner Weise in das 
Training eingreifen soll, sondern ausschließlich Vergleichszwecken dient.  
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4.1.4 Einschätzung der Spielstärke 
Bevor mit den verschiedenen Untersuchungen begonnen werden kann, ist zunächst 

noch eine wichtige Frage zu beantworten: Wie kann man die Spielstärke eines Vier 
Gewinnt-Agenten geeignet messen? Es muss ein Mechanismus gefunden werden, der 
die Spielstärke in irgendeiner Weise möglichst objektiv beurteilt und eine gewisse Ver-
gleichbarkeit zwischen verschiedenen Agenten möglich macht.  

Um die Vergleichbarkeit zu erreichen, bietet es sich beispielsweise an, anhand ge-
wisser Kriterien eine Wertungszahl zu bestimmen (z.B. eine natürliche Zahl). So wurde 
etwa beim Schachspiel die sogenannte ELO-Zahl eingeführt, die die Spielstärke für 
Schachspieler beschreibt. 

Nun muss noch geklärt werden, welche Kriterien für eine Bewertung beim Vier Ge-
winnt Spiel herangezogen werden. Wertungsspiele gegen einen Menschen kommen 
nur bedingt in Frage, da deren Spielstärke unbekannt ist und die Spiele sehr zeitauf-
wändig wären. Dies gilt auch für viele (frei verfügbaren) Programme. 

Aus diesem Grund wurde entschieden, den in Abschnitt 4.1.3 beschriebenen Agen-
ten zu benutzen, der auf der klassischen Baumsuche basiert. Dieser Agent verfügt über 
umfangreiches Eröffnungswissen und verwendet Transpositionstabellen sowie einige 
weitere Techniken, die exakte Stellungsbewertungen innerhalb von Sekundenbruchtei-
len ermöglichen. Daher erscheint dieser Agent besonders als Vergleichsmöglichkeit 
geeignet, ohne jedoch in den eigentlichen Trainingsprozess einzugreifen (es findet kein 
überwachtes Lernen statt). 

Um nun die Spielstärke eines TDL-Agenten zu bestimmen, werden 50 Spiele – vom 
leeren Spielfeld aus – gegen den Minimax-Agenten durchgeführt. Da der anziehende 
Spieler (Gelb) bei perfektem Spiel immer gewinnt, kommt der (perfekte) Minimax-
Agent nur als Nachziehender in Frage.  

Die Vergleichsspiele könnten zwar auch ausgehend von anderen Positionen als dem 
leeren Spielfeld erfolgen. Allerdings gibt es hierbei ein Problem: Der TDL-Agent startet 
jedes Trainingsspiel von einem leeren Feld aus, schließlich besteht das Hauptziel darin, 
das Spiel ausgehend von dieser Position zu beherrschen. Folgestellungen, die der TDL-
Agent – aufgrund der Bewertung durch die Spielfunktion – als wenig erstrebenswert 
betrachtet, können nur dann erreicht werden, wenn es sich um explorative Halbzüge 
handelt. Da die Explorationsrate normalerweise im Laufe des Trainings sehr stark ab-
fällt, kommt es – aufgrund des approximierenden Verhaltens der Spielfunktion – daher 
dazu, dass die Gewichte der unwahrscheinlichen Spielstellungen zugunsten der rele-
vanten Stellungen angepasst werden, um den durchschnittlichen Fehler für letztere zu 
minimieren. Stellungen, die aus Sicht des TDL-Agenten (ausgehend vom leeren Spiel-
feld) irrelevant sind, werden daher im Laufe des Trainings verlernt. 

Erlernt der Agent beispielsweise, dass sein erster Stein in die mittlere Spalte gesetzt 
werden muss, um das Spiel zu gewinnen, wird er den ersten Halbzug nur dann in ande-
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re Spalten setzen, wenn er zu einem explorativen Zug gezwungen wird. Im Regelfall 
untersucht der Agent jedoch immer nur den einen Teilbaum, bei dem er seinen ersten 
Spielzug in die mittlere Spalte gesetzt hat. Die weiteren sechs Teilbäume werden ver-
nachlässigt, sodass nach und nach viele Stellungen (abgesehen von den Transpositio-
nen) innerhalb dieser verlernt bzw. nie erlernt werden können.  

Daher macht es im Regelfall wenig Sinn, auf Grundlage anderer Stellungen als dem 
leeren Spielfeld Vergleichsspiele durchzuführen, da der Agent hierfür nicht trainiert 
wurde. 

Um das ständige Ablaufen des gleichen Spiels zu vermeiden – sowohl Minimax- als 
auch TDL-Agent verhalten sich im Regelfall nahezu vollständig deterministisch – spielt 
der Minimax-Agent in der Eröffnungsphase zufällige Varianten, sofern er mehrere 
gleichgute Varianten zur Verfügung hat. Unabhängig hiervon werden Fehler des TDL-
Agenten unmittelbar bestraft; bei Fehlern die eine Niederlage erwarten lassen, kann 
das Spiel vorzeitig beendet werden, da der Minimax-Agent einen Sieg nicht wieder 
hergeben wird. 

Für jedes Spiel, das der TDL-Agent gewinnt, bekommt dieser einen Punkt. Auch 
Unentschieden werden mit 0,5 Punkten honoriert17; für Niederlagen gibt es keinen 
Punkt. Anschließend bestimmt das Programm anhand des arithmetischen Mittelwertes 
aller 50 Teilbewertungen die Wertungszahl des Agenten, die im Idealfall bei 1,0 liegt. 

Während des Trainings wird, sofern nicht anders erwähnt, jeweils im Abstand von 
10ହ Trainingsspielen die Spielstärke des TDL-Agenten geschätzt und aufgezeichnet. Um 
die Reproduzierbarkeit der Trainingsergebnisse zu überprüfen, wird das Training für 
eine Konfiguration zehnmal wiederholt und im Anschluss das arithmetische Mittel und 
die Standardabweichung für diese zehn Durchgänge ermittelt und ins Diagramm ein-
getragen. 

Wichtig ist, dass der TDL-Agent – sofern nicht anders erwähnt – keine Baumsuche 
irgendeiner Art verwendet. Um einen geeigneten Folge-Zug zu ermitteln, wird lediglich 
der aktuelle Spielknoten expandiert und die Folgezustände durch das N-Tupel-System 
bewertet. 

4.1.5 Festlegung der Basiskonfiguration für das Training von Vier Gewinnt 
Bevor tatsächlich mit den einzelnen Tests begonnen wird, ist es zunächst sinnvoll, 

eine Basiskonfiguration des TDL-Agenten festzulegen, von der aus man in unterschied-
liche Richtungen Untersuchungen anstellen kann. So lassen sich die gemachten Ergeb-

                                                           
17 Unentschieden treten allerdings äußerst selten auf, in den meisten Fällen maximal in einem bis zwei 

von 50 Spielen. 
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nisse leichter bewerten und in einem Zusammenhang mit den anderen Resultaten 
bringen. 

 
Abbildung 4.3   Verlauf der Explorationsrate ߝ und der Lernschrittweite ߙ für die 
Basis-Konfiguration des TDL-Agenten. Für ߝ  kommt eine Sigmoid-Funktion zum 
Einsatz, ߙ fällt exponentiell auf den Endwert ab. 

Sofern nicht anders beschrieben, finden standardmäßig folgende Trainingseinstel-
lungen für den TDL-Agenten Verwendung, die nach einigen Vorversuchen als geeignet 
erschienen: 

 Je Trainingsdurchgang werden 10 Mio. Self-Play-Spiele absolviert. 
 Das N-Tupel-System besteht aus 70 verschiedenen 8-Tupel, die mittels der Ge-

nerierungsvorschrift "Random Walk" (acht zusammenhängende Abtastpunkte) 
erzeugt wurden. Es werden daher in jedem Fall die gleichen 70 Tupel einge-
setzt. 

 Die Lernschrittweite ߙ fällt exponentiell von ߙௌ௧௧ = 0,01 auf ߙி = 0,001. 
 Der Verlauf der Explorationsrate ߝ folgt dem Verlauf einer Sigmoidfunktion (vgl. 

Formel (4.1)) und fällt von ߝௌ௧௧ = 0,95 auf ߝி = 0,1. Der Wendepunkt der 
Funktion liegt bei ݊௪ = 2 ⋅ 10 Trainingsspielen. 

 Die Verwendung von Symmetrien ist aktiviert. 
 Alle Gewichte des N-Tupel-Systems werden mit Null initialisiert. 
 Es  wird keine Baumsuche eingesetzt (Suchtiefe von einem Halbzug).   
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4.2 Untersuchungen für eine reduzierte Spielkomplexität  
Nachdem alle nötigen Trainingsalgorithmen sowie das dazugehörige N-Tupel-

System implementiert sind, müssen noch die im Programmcode vorhandenen Fehler 
ausgemerzt werden. Einige dieser Fehler kann man durch eine gezielte Untersuchung 
einzelner Methoden lokalisieren, letztendlich lassen sich jedoch einige Testläufe, die 
alle Trainingskomponenten – in direktem Zusammenspiel miteinander – untersuchen, 
nicht vermeiden.  

Soll der TDL-Agent einen Trainingsdurchlauf für das Spiel Vier Gewinnt vornehmen, 
treten eine Reihe von Problemen auf, die die Fehlersuche deutlich erschweren.  Bei-
spielsweise wäre aufgrund der großen Zustandsraumkomplexität von Vier Gewinnt 
eine große Zahl an Trainingsspielen nötig, bis erste Erfolge zustande kämen. Die Analy-
se des Trainings – z.B. mithilfe eines Debuggers – müsste sich allerdings aus Zeitgrün-
den auf wenige Spiele beschränken.  

Weiterhin deuten schlechte Trainingsresultate nicht immer zwangsläufig auf Prog-
rammierfehler hin. Bei der Vielzahl an Trainingsparametern reichen oft schon kleine 
Änderungen an den Einstellungen dazu aus, dass das Training vollständig fehlschlägt. 
Auch geeignete Parameterkonfigurationen sind zu Beginn noch unbekannt.  

Nicht zuletzt erschweren die vielen Zufallskomponenten im Training die Untersu-
chungen, da kein Trainingsspiel dem Anderen gleicht. 

Um die oben genannten Probleme zumindest teilweise zu umgehen, werden im 
Folgenden zwei Ansätze diskutiert, die das Training vereinfachen. Zum Einen wird das 
Brettspiel Tic Tac Toe betrachtet, das dem Vier Gewinnt sehr ähnlich ist, aber eine we-
sentlich kleinere Zustandsraumkomplexität besitzt.  

Weiterhin kann man die Komplexität des Trainings dadurch reduzieren, dass der 
TDL-Agent lediglich Eröffnungs- bzw. Endspielphasen erlernt. Dies soll im Anschluss 
diskutiert werden.  

Eine weitere Möglichkeit bestünde darin, das Spielfeld des Vier-Gewinnt-Spiels zu 
verkleinern. Dieser Ansatz soll hier jedoch nicht weiter verfolgt werden. 
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4.2.1 Anwendung des TD-Learning mit N-Tupel-Systemen auf Tic Tac Toe 
Tic Tac Toe ist ein Strategiespiel für zwei Personen, dass dem Vier Gewinnt sehr 

ähnlich ist. Jedoch wird das Spiel auf einem Spielfeld mit nur drei Zeilen und drei Spal-
ten gespielt. Auch die Schwerkraftskomponente fällt weg, sodass jedes leere Feld di-
rekt belegbar ist.  

Die beiden Kontrahenten tragen jeweils abwechselnd ihr Zeichen in eines der leeren 
Felder. Der anziehende Spieler verwendet hierbei im Regelfall ein Kreuz, der Nachzie-
hende einen Kreis. Ziel beider Spieler ist es, als erstes drei eigene Zeichen in einer Rei-
he zu platzieren, wodurch das Spiel gewonnen ist (vgl. Abbildung 4.4); dies kann hori-
zontal, vertikal oder diagonal geschehen. Gelingt das keinem der beiden Kontrahenten, 
so geht das Spiel nach dem letzten möglichen Zug Unentschieden aus. Bei perfektem 
Spiel Beider ist das immer der Fall. 

  
(a) Eine typische Tic Tac Toe Stellung nach 

sechs Halbzügen. 
(b) Der anziehende Spieler gewinnt das    

Spiel mit seinem letzten Zug. 

Abbildung 4.4.  Beispielstellungen für das Spiel Tic Tac Toe. 

Da Tic Tac Toe nur 5478 ([9] , S. 159) legale Stellungen besitzt und aufgrund der 
Ähnlichkeiten zum Vier Gewinnt, scheint dieses Spiel daher gut geeignet, um hieran 
erste Versuche mit dem TDL-Agenten durchzuführen.  

Für die erste Untersuchung wurde ein einzelnes N-Tupel der Länge ܰ = 9 gewählt. 
Das Tupel deckt daher das komplette Spielfeld ab. Bei drei möglichen Zuständen (leer, 
X und O) der einzelnen Abtastpunkte ergibt sich eine Größe der zugehörigen Look-up-
Tabelle von 3ଽ = 19683 Gewichten. Der Vorteil dieser Wahl liegt darin, dass jeder 
Spielzustand auf genau ein Gewicht der LUT abgebildet wird, wodurch man wider-
sprüchliche Lernsignale während des Trainings vermeidet. Diese Darstellung entspricht 
einer einfachen tabellarischen Spielfunktion.  

Bei ausreichender Anzahl an Trainingsspielen sollten die Gewichte aller non-
terminalen Stellungen adressiert – und zum Großteil auch verändert – worden sein18. 

                                                           
18 Da beim TD-Learning (vgl. Abschnitt 2.4.1) nach Erreichen von terminalen Stellungen der aktuelle 

Trainingsvorgang abgebrochen, gleichzeitig aber der Lernschritt nur für den vorherigen Spielzustand 
durchgeführt wird, kann die Spielfunktion keine Aussage zu terminalen Stellungen machen. Für diese 
Zustände befragt man die Reward-Funktion ܴ(ݏ௧). 
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Tic Tac Toe besitzt genau 4520 solcher non-terminalen Spielzustände19; während des 
Trainings können daher (max.) 4520 der insgesamt 19683 Gewichte innerhalb der LUT 
trainiert werden. Sind nach Training mehr Gewichte geändert worden, liegt ganz of-
fensichtlich ein Fehler im Programm vor. 

Nach der Korrektur diverser Programmierfehler und der Ermittlung geeigneter Trai-
ningsparameter konnte ein sehr starker TDL-Agent trainiert werden (siehe Abbildung 
4.5). Auch hier wird – wie beim Vier Gewinnt – ein perfekt spielender Minimax-Agent 
als Vergleichsmöglichkeit herangezogen. Niederlagen gegen den Minimax-Agenten 
bewertet die Evaluierung mit dem Wert -1 und Unentschieden mit 0. Siege gegen den 
Minimax-Spieler sind nicht möglich. Das Endresultat des TDL-Agenten liegt daher im 
Intervall [−1; 	0]. Für exaktere Ergebnisse wird das Training zehnmal wiederholt und in 
den Diagrammen das arithmetische Mittel und die Standardabweichung aufgetragen. 

 
Abbildung 4.5. Erste Untersuchungen für einen TDL-Agenten mit N-Tupel-
System. Dargestellt ist die Erfolgsquote des Agenten mit einem 9-Tupel für das 
Spiel Tic Tac Toe; weiterhin sind die Explorationsrate ߝ sowie die Lernschrittwei-
te ߙ aufgetragen. Für das Lernen nutzt das System Spiegel- und Rotationssym-
metrien aus. Dadurch erreicht der Agent nach etwa 2500 Trainingsspielen die 
bestmögliche Erfolgsquote. 

Für die ersten Untersuchungen hat sich das 9-Tupel als gut geeignet erwiesen, vor 
allem deshalb, weil die Wahl der Trainingsparameter eine eher untergeordnete Rolle 
gespielt hat. So konnte man auch ohne umfangreiche Tests gute Trainingsresultate 
erzielen. 
                                                           
19 Die Berechnung für die Anzahl der non-terminalen Stellungen kann im Anhang nachgeschlagen wer-

den. Weiterhin ist dort auch ein Java-Programm (diverses.CountPositions) aufgeführt, das die er-
rechnete Zahl bestätigt. 
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Abschließend soll noch ein TDL-Agent vorgestellt werden, der mit lediglich vier 3-
Tupel (Abbildung 4.6) perfektes Spiel erlernt. Insgesamt enthält das N-Tupel-System 
4 ⋅ 3ଷ = 108 Gewichte, also deutlich weniger als das zuvor diskutierte System mit nur  
einem 9-Tupel. 

 
Abbildung 4.6.  Abgebildet sind die Abtastpunkte der vier 3-Tupel, die für einen 
perfekt spielenden TDL-Agenten ausreichend sind.  

 
Abbildung 4.7.   Training des TDL-Agenten für Tic Tac Toe. Das N-Tupel-System 
basiert auf vier 3-Tupel . Nach etwa 4000 Trainingsspielen wird perfektes Spiel 
erreicht. Wie im Beispiel zuvor nutzt das System Spiegel- und Rotationssymmet-
rien aus. 

Für das Training (Resultat in Abbildung 4.7) wurden wieder Spiegel- sowie Rotati-
onssymmetrien ausgenutzt, die Optimierung der Explorationsrate ߝ und der Lern-
schrittweite ߙ gestaltete sich jedoch etwas schwieriger. Als Anpassungsfunktion für ߝ 
kommt eine Sigmoidfunktion zum Einsatz, ߙ verhält sich nahezu linear. Zwar spielt der 
TDL-Agent nach etwa 4000 Trainingsspielen perfekt, die Lerngeschwindigkeit liegt je-
doch unter dem des 9-Tupel-Systems. 
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4.2.2 Beschränkung des Trainings auf die Eröffnungsphase von Vier Gewinnt 
Nachdem das TD-Learning mit N-Tupel-Systemen erfolgreich auf das triviale Spiel 

Tic Tac Toe angewendet wurde, sind nun erste Untersuchungen am Spiel Vier Gewinnt 
zweckmäßig. Allerdings ist es zu Beginn noch nicht empfehlenswert, über den komp-
letten Zustandsraum des Spiels zu trainieren.  

Stattdessen soll der TDL-Agent zunächst Eröffnungsphasen bis zu einer geringen An-
zahl an Halbzügen erfolgreich erlernen, da der Zustandsraum hierdurch stark verklei-
nert ist (siehe Tabelle 4.1). Erreicht das TD-Learning die vorgegebene Halbzüge-Grenze, 
bricht die Trainingsroutine das Self-Play-Spiel ab und vergibt vorzeitig den entspre-
chenden Reward. Hierzu muss ein Minimax-Agent den theoretischen Spielausgang be-
stimmen. Da hier jedoch nur Eröffnungsphasen mit bis zu einem Dutzend Spielsteinen 
betrachtet werden, kann der Minimax-Agent den Reward innerhalb kürzester Zeit er-
mitteln, indem er auf das umfangreiche Eröffnungswissen zurückgreift (vgl. [24] , S. 
40).  

Bei einer Begrenzung der Trainingsspiele auf beispielsweise zwei Halbzüge, sollte 
der Agent bereits nach wenigen Iterationen lernen, dass der erste Halbzug des Anzie-
henden in die mittlere Spalte gesetzt werden muss. Ist dieser erfolgreich, kann man die 
Halbzüge-Grenze sukzessive erhöhen und die Untersuchungen wiederholen. Dadurch 
vergrößert sich der Zustandsraum Schritt für Schritt und die Trainingskomplexität 
nimmt kontinuierlich zu. 
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Tabelle 4.1.   Anzahl der Blattknoten bzw. die Zustandsraumkomplexität für eine 
vorgegebene Anzahl an Halbzügen20. Auch bei einer Begrenzung auf max. 12 
Spielsteine, ist die Zustandsraumkomplexität noch etwa um den Faktor 2,5 ⋅ 10ହ 
kleiner als die des vollständigen Spiels mit bis zu 42 Steinen (letzter Wert aus [8] 
entnommen). 

Halbzüge Blattknoten Zustandsraum 
0 1 1 
1 7 8 
2 49 57 
3 238 295 
4 1.120 1.415 
5 4.263 5.678 
6 16.422 22.100 
7 53.955 76.055 
8 181.597 257.652 
9 534.085 791.737 

10 1.602.480 2.394.217 
11 4.231.877 6.626.094 
12 11.477.673 18.102.767 
⋮ ⋮ ⋮ 

42 ? 4.531.985.219.092	 ≈ 4,53 ∙ 10ଵଶ 
 
Für die einzelnen Trainingsdurchgänge wird folgende Konfiguration verwendet: 
 Je Trainingsdurchgang werden eine Mio. Self-Play-Spiele absolviert 
 In jedem Fall werden die gleichen 70 Tupel der Länge ܰ = 8 verwendet, die 

mittels der Generierungsvorschrift "Random Walk"  (acht zusammenhängende 
Abtastpunkte) erzeugt wurden. 

 Die Lernschrittweite ߙ fällt exponentiell von ߙௌ௧௧ = 0,01 auf ߙி = 0,001. 
 Der Verlauf der Explorationsrate ߝ folgt dem Verlauf einer Sigmoidfunktion (vgl. 

Formel (4.1)) und fällt von ߝௌ௧௧ = 0,95 auf ߝி = 0,1. Der Wendepunkt der 
Funktion liegt bei ݊௪ = 3,2 ⋅ 10ହ Trainingsspielen. 

 Jedem N-Tupel wird genau eine LUT zugeordnet. 
 Je Abtastpunkt sind drei Zustände (Gelb, Rot, Leer) möglich. 
 Die Verwendung von Symmetrien ist aktiviert. 
 Es  wird keine Baumsuche eingesetzt (Suchtiefe von einem Halbzug). 

 
Die Einschätzung der Spielstärke (vgl. Abschnitt 4.1.4) bleibt im wesentlichen gleich. 

Allerdings müssen die Spiele gegen den Minimax-Agenten selbstverständlich bei Errei-
chen der Halbzüge-Grenze angehalten und der theoretische Spielausgang bestimmt 
werden, um die geeignete Wertungszahl des TDL-Agenten zu ermitteln. 

                                                           
20 Das Programm zur Berechnung der Werte ist im Anhang aufgeführt (miscellaneous.CountPositionsC4). 

Die Zustandsraumkomplexität für eine bestimmte Halbzüge-Grenze ergibt sich aus der Summe über 
die Anzahl aller Blattknoten bis dahin. 
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Einige Resultate für die Basis-Konfiguration sind in Abbildung 4.8 dargestellt (6,8,10 
und 12-Halbzüge-Grenze). Auffallend ist, dass erste Lernerfolge erst sehr spät zu ver-
zeichnen sind (nach ca. 400.000 Spielen). Als Ursache konnte vor allem die ungünstige 
Wahl der Explorationsrate (Wendepunkt) ausgemacht werden. Aber auch die Erfolgs-
quote erreicht – wider Erwarten – in keinem Fall die 100%-Marke. 

Abbildung 4.8.   Trainingsresultate des TDL-Agenten für die einzelnen Eröff-
nungsphasen mit max. 6, 8, 10 und 12 Halbzügen. Bezeichnend ist in allen vier 
Fällen, dass vor allem die Lerngeschwindigkeit sehr schlecht ist. Das bestmögli-
che Resultat wird jeweils nach etwa 400.000 Trainingsspielen erreicht. 

Weitere Untersuchungen konnten jedoch schnell zeigen, dass die Zahl der Trai-
ningsspiele, sowie auch Anzahl und Länge der N-Tupel sich reduzieren lassen und 
gleichzeitig ein besseres Endresultat möglich ist. Dennoch ist nach wie vor eine ver-
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Als Grund für die nun deutlich besseren Ergebnisse lässt sich die Kombination ver-
schiedener Faktoren ausmachen: 

 Zum Einen war der ursprüngliche Wendepunkt der Explorationsrate zu groß ge-
wählt worden. Dies hat – bei einem Initialwert von ߝௌ௧௧ = 0,95 – zur Folge, dass zu 
Beginn des Trainings die Lernschritte fast ausschließlich bei Erreichen von terminalen 
Spielsituationen (Erreichen der Halbzüge-Grenze) stattfinden, da die Zahl der explora-
tiven Züge deutlich überwiegt; das Lernen von non-terminalen Stellungen erfolgt in 
diesem Zeitraum kaum. Wenn man nun bedenkt, dass bei 6 Halbzügen nur etwa 
16.000 Blattknoten möglich sind, der Wendepunkt der Explorationsrate jedoch bei 
݊௪ = 3,2 ⋅ 10ହ liegt, wird schnell ersichtlich, dass diese Spanne deutlich zu groß ge-
wählt ist. Dies gilt auch für die größeren Halbzüge-Grenzen 8, 10 und 12; unter ande-
rem deshalb, weil das TD-Learning nicht jede (terminale) Position besuchen muss, um 
diese zu erlernen (Generalisierung durch das N-Tupel-System). 

Weiterhin erreicht man durch die Verkürzung der N-Tupel einen weiteren Vorteil: 
Wie man Abbildung 4.9 entnehmen kann, ist eine Tupel-Länge von ܰ = 8 oder länger 
nicht zwingend nötig, um eine gute Approximation der Spielfunktion zu erhalten. 
Durch die Verkürzung der N-Tupel auf jeweils sechs bzw. sieben Abtastpunkte, verklei-
nert man die Anzahl der Gewichte um einen Faktor neun bzw. drei, wodurch weniger 
Lernschritte nötig sind, um erste Trainingserfolge des TDL-Agenten festzustellen. In 
gewisser Weise besteht daher ein Zusammenhang zwischen Tupel-Länge und Anzahl 
der nötigen Trainingsspiele. 

Nicht zuletzt kann man mithilfe einiger Testläufe auch die Wahl der weiteren Para-
meter – vor allem für die Lernschrittweite ߙ und die Explorationsrate ߝ – verbessern, 
um das Lerntempo und in kleinerem Maße die resultierende Spielstärke des Agenten in 
den jeweiligen Situationen zu steigern. 

Letztendlich lässt sich keine generelle Aussage zur optimalen Konfiguration des TDL-
Agenten machen, da die Wahl der einzelnen Parameter situationsabhängig ist und sich 
diese zum Teil auch gegenseitig beeinflussen. 

 Zunächst muss ein geeignetes Verhältnis zwischen explorativen Zügen und Greedy-
Zügen gefunden werden, wobei die explorativen Züge zu Beginn des Trainings über-
wiegen sollten. Fällt die Explorationsrate zu früh ab, kann der Spielbaum nicht ausrei-
chend erforscht werden, was sich häufig in einer geringeren Spielstärke bemerkbar 
macht. Fällt die Explorationsrate dagegen zu spät ab, ist das Lerntempo des TDL-
Agenten oft nicht ausreichend. 

Die Länge und die Anzahl der N-Tupel sollte der Größe des Zustandsraums ange-
passt werden. Sollte der Zustandsraum nur sehr klein sein, ist im Regelfall auch nur 
eine kleine Zahl von kürzeren N-Tupeln nötig, sodass sich in vielen Fällen auch die Zahl 
der Trainingsspiele reduzieren lässt. 

Je nach Trainingsdauer kann auch etwas mit der Wahl der Lernschrittweite experi-
mentiert werden.  
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4.3 Fehlende Codierung des Spielers am Zug 
Nachdem der TDL-Agent für die Eröffnungsphase von Vier Gewinnt zufriedenstel-

lende Ergebnisse liefert, wird nun dazu übergegangen, das vollständige Spiel zu erler-
nen. Allerdings sind die bestmöglichen Resultate – trotz verschiedenster Parameter-
konfigurationen – zunächst sehr ernüchternd (Abbildung 4.10). 

 
Abbildung 4.10.  Trainingsresultat für die Basiskonfiguration des TDL-Agenten, 
allerdings noch mit genau einer LUT je N-Tupel und drei Zuständen pro Spielfeld-
zelle. Die Erfolgsquote liegt im Schnitt bei ca. 20-30% (nach 6 Mio. Spielen), der 
TDL-Agent kann also auch nach 10 Mio. Trainingsspielen kaum ein Spiel gegen 
den Minimax-Agenten gewinnen. 

In den folgenden Abschnitten soll der wesentliche Grund für das Scheitern des Trai-
nings beschrieben und im Anschluss ein Lösungsansatz vorgestellt werden, der die 
Spielstärke des TDL-Agenten deutlich verbessert. 

4.3.1 Grundlegende Problematik der fehlenden Spielerinformation 
Abbildung 4.11 enthält eine Vier Gewinnt Stellung mit einer unmittelbaren Drohung 

für den anziehenden Spieler. Da Spieler Rot am Zug ist, kann dieser die Drohung in sei-
nem nächsten Halbzug neutralisieren und das Spiel würde regulär fortgesetzt; bei per-
fektem Spiel beider Kontrahenten endet das Spiel letztendlich Unentschieden.  

Das gekennzeichnete 4-Tupel enthält jedoch nur die drei Steine, die die Drohung er-
zeugen und ansonsten keine weiteren Informationen. Es ist völlig unerheblich welcher 
Spieler am Zug ist, für diese Kombination wird immer der gleiche Eintrag in der zu-
geordneten Look-up-Tabelle angesprochen.  
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Sollte beispielsweise Spieler Rot einen Stein in die a-Spalte werfen, ändert sich die 
Belegung des 4-Tupels nicht. Spieler Gelb könnte das Spiel anschließend im nächsten 
Halbzug gewinnen. Man kann also keine Aussage darüber machen, wie diese Konstella-
tion des 4-Tupels letztendlich zu bewerten ist, da sich in diesem Fall – abhängig vom 
aktuellen Spieler – unterschiedliche Spielresultate ergeben.  

Genau dieses Problem wurde bei den Untersuchungen der LUTs immer wieder sich-
tbar, insbesondere dann,  wenn Belegungen einzelner N-Tupel ganz offensichtlich auf 
einen Sieg im nächsten Halbzug hindeuteten, aber der entsprechende LUT-Eintrag eine 
gegenteilige Einschätzung signalisierte. 

Weiterhin ist es naheliegend, dass diese Problematik nicht nur für N-Tupel gilt, die 
unmittelbare Drohungen enthalten; viele Ausschnitte des Spielzustandes lassen sich 
möglicherweise unterschiedlich bewerten, je nachdem welcher Spieler am Zug ist. 

 
Abbildung 4.11.  Stellung mit einer unmittelbaren Drohung für den anziehenden 
Spieler. Das betrachtete 4-Tupel wird durch die weißen Markierungen in den je-
weiligen Spielfeldecken gekennzeichnet. 

Da bis zu diesem Zeitpunkt keine Möglichkeit besteht, zwischen den beiden Spielern 
zu unterscheiden, geht diese Information innerhalb des N-Tupel-Systems verloren. 
Zwar nimmt man durch die Verwendung von N-Tupel-Systemen generell einen gewis-
sen Informationsverlust in Kauf, den man jedoch dadurch zu kompensieren versucht, 
indem man durch wiederkehrende Muster innerhalb der N-Tupel einen Spielzustand 
einzuschätzen lernt. Die verlorene Spielerinformation scheint allerdings dazu zu füh-
ren, dass aufgrund vieler widersprüchlicher Lernsignale ein guter Lernprozess kaum 
möglich ist.   
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Eine Ausnahme stellt ein N-Tupel maximaler Länge dar, da dieses das komplette 
Spielfeld enthält22. Solch ein N-Tupel widerspricht jedoch dem Grundgedanken der 
hinter solch einem N-Tupel System steht und ist in der Praxis – aufgrund des hohen 
Speicherbedarfs – längst nicht immer realisierbar. 

4.3.2 Einführung zweier Look-up-Tabellen je N-Tupel 
Um das Problem der fehlenden Spielerinformation im N-Tupel-System lösen zu 

können, müssen die Lernsignale für beide Spieler getrennt behandelt werden, um zu 
vermeiden, dass die (möglicherweise gegensätzlichen) Signale auf dieselben Gewichte 
treffen. Eine Möglichkeit bestünde zum Beispiel darin, die Größe der aktuellen LUTs zu 
verdoppeln und dann – je nach Spieler – auf die erste oder die zweite Hälfte zuzugrei-
fen.  

In dieser Arbeit kommt ein etwas anderer Lösungsweg zum Einsatz: Für jedes N-
Tupel erzeugt das System zwei LUTs, eine je Spieler. Beim Zugriff auf die Spielfunktion 
entscheidet das Programm dann anhand des Spielzustandes, welche der beiden Tabel-
len verwendet wird. 

Tatsächlich ist der TDL-Agent mithilfe dieser sauberen Trennung der LUTs in der La-
ge, eine wesentlich höhere Spielstärke zu erreichen. So steigt die Erfolgsquote (bei 
ansonsten gleichen Trainingsbedingungen) von ehemals etwa 25% auf über 80% an 
(Abbildung 4.12). Auch die Standardabweichung ist zum Ende des Trainings hin kleiner, 
was auf eine bessere Reproduzierbarkeit der zehn Trainingsdurchläufe hindeutet. 

                                                           
22 Mit der Einschränkung, dass der Spieler am Zug eindeutig aus der aktuellen Position bestimmbar sein 

muss. Bei Vier Gewinnt oder Tic Tac Toe ist das der Fall, beim Schachspiel allerdings nicht. 
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Abbildung 4.12.  Trainingserfolg eines TDL-Agenten, bei Verwendung von zwei 
LUTs je N-Tupel bzw. einer LUT je Spieler. Zum Vergleich ist noch einmal die 
Lernkurve eines Agenten aufgetragen, der nur eine LUT je N-Tupel nutzt. Die üb-
rigen Trainingsparameter wurden beibehalten. 

4.3.3 Zusammenfassung 
Beim Einsatz von N-Tupel Systemen kann ein Problem aufgrund der Tatsache auf-

treten, dass für jedes N-Tupel lediglich Ausschnitte des Spielzustandes erfasst werden. 
In gewisser Weise ist dies auch das Ziel eines N-Tupel Systems, man möchte ja schließ-
lich das Gesamtbild in kleinere Bruchstücke zerlegen, um in diesen nach gewissen Mus-
tern und Merkmalen zu suchen. 

Probleme können jedoch unter Umständen dann auftreten, wenn der Spieler am 
Zug nicht mit codiert wird.  

Die einzelnen N-Tupel enthalten lediglich eine Folge von Abtastpunkten, aus denen 
man den aktuellen Spieler im Regelfall nicht wieder rekonstruieren kann. Im Regelfall 
lässt sich der aktuelle Spieler daher nicht ohne weiteres aus einer Teilmenge von Ab-
tastpunkten extrahieren, sodass für zwei identische N-Tupel-Folgen auf denselben 
LUT-Eintrag zugegriffen wird, obwohl sich die beiden zugrundeliegenden Spielzustände 
hinsichtlich des aktuellen Spielers möglicherweise unterscheiden.  

Zusammenfassend lässt sich sagen, dass durch die Einführung zweier LUTs je N-
Tupel eine signifikante Steigerung der Spielstärke des TDL-Agenten zu verzeichnen ist. 
Daher kommt diese Verbesserung – sofern nicht anders erwähnt – auch in den folgen-
den Untersuchungen zum Einsatz. 
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4.4 Differenzierte Betrachtung leerer Spielfeldzellen 
Viele Zweipersonen-Brettspiele wie Mühle, Dame, Othello oder auch Vier Gewinnt  

kommen mit zwei Arten von Spielsteinen aus. Dadurch nehmen die Zellen des Spielfel-
des in den meisten Fällen einen von drei Zuständen an (Farbe X, Farbe Y und Leer). 
Diese Zustände können im Regelfall auch für die Abtastpunkte eines N-Tupel-Systems 
übernommen werden (݉ = 3, für die Indexierungsfunktion Formel (2.6)). Für Vier Ge-
winnt ist beispielsweise die Codierung 0 = Leer, 1 = Gelb	und 2 = Rot möglich. Aller-
dings sind noch weitere Alternativen denkbar. Eine Möglichkeit soll im Weiteren be-
schrieben werden. 

4.4.1 Verwendung von vier möglichen Zuständen je Abtastpunkt 
Da beim Vier-Gewinnt-Spiel die Schwerkraftsregel zum Tragen kommt, sind nicht al-

le leeren Felder direkt im nächsten Halbzug erreichbar. Daher kann es auch Sinn ma-
chen, zwischen leeren, erreichbaren Zellen und leeren, unerreichbaren Zellen zu un-
terscheiden, sodass jeder Abtastpunkt des N-Tupel-Systems, statt ursprünglich drei, 
nun theoretisch vier Zustände (݉ = 4) annehmen könnte (siehe Abbildung 4.13). Da-
durch ergibt sich die Codierung 0 = Leer	(Unereichbar) , 1 = Gelb , 2 = Rot  und 
3 = Leer	(Erreichbar). Allerdings vergrößert sich dadurch die einzelnen Look-up-
Tabellen deutlich; der Speicherbedarf einer LUT für ein 8-Tupel ist beispielsweise 
zehnmal größer, wenn von vier Zuständen ausgegangen wird. Das Verhältnis zwischen 
den beiden LUT-Größen bei einer Länge ܰ des Tupels beträgt allgemein: 

	|3=ܷ݉ܶܮ|
|4=ܷ݉ܶܮ| = ൬

3
4
൰
ܰ

 (4.6) 

Hierbei gibt |ܷܶܮ| die Anzahl der Gewichte innerhalb der entsprechenden LUT an. 
Ob ݉ = 3 oder ݉ = 4 mögliche Zustände je Zelle gewählt werden und ob die Resulta-
te einen höheren Speicherbedarf rechtfertigen, liegt im Ermessen des Programmbe-
nutzers. 
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Abbildung 4.14. Training eines TDL-Agenten mit Basis-Konfiguration für drei 
bzw. vier Zuständen je Spielfeldzelle. Für die Codierung ݉ = 4 ist die endgültige 
Spielstärke mit etwa 91% ein wenig besser als für ݉ = 3, mit ca. 81% (jeweils 
das arithmetische Mittel der Erfolgsquote zwischen sechs und zehn Millionen 
Spielen). 

 
Abbildung 4.15.   Vergleich der Konfigurationen ݉ = 3 und ݉ = 4 für den Fall, 
dass nur eine LUT je N-Tupel zum Einsatz kommt. Auch die Verwendung von 
݉ = 4 bringt hier keine wesentliche Verbesserung. 
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Abbildung 4.16.   Eine nicht realisierbare Belegung für ein 8-Tupel. Es ist nicht 
möglich, dass sich der gelbe Spielstein in der c-Spalte oberhalb eines leeren Fel-
des befindet. Das zugehörige Gewicht in der entsprechenden LUT wird daher 
während des gesamten Trainings nicht von der Indexierungsfunktion adressiert 
und bleibt somit auf Null (sofern nicht zufällig initialisiert). 

 
Abbildung 4.17.   Ein weiterer, nicht realisierbarer N-Tupel-Zustand. Dies liegt 
daran, dass terminale Spielstellungen nicht gelernt werden. Das zugehörige Ge-
wicht in der LUT bleibt daher während des gesamten Trainings unverändert. 
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4.4.2 Nicht realisierbare N-Tupel-Zustände 
Untersucht man nach dem Training die LUTs des TDL-Agenten, so wird man beo-

bachten können, dass viele Gewichte bei dem Initialwert Null belassen wurden. Das 
Training konnte also für keinen Lernschritt die dazu nötige Belegung der N-Tupel errei-
chen. Bei genauerer Betrachtung sieht man jedoch schnell, dass die meisten dieser N-
Tupel-Zustände nicht realisierbar sind. So sind beispielsweise Belegungen mit Gewinn-
positionen (vier Steine einer Farbe in einer Reihe) genauso unmöglich, wie Belegungen 
mit Spielsteinen oberhalb einer leeren Spielfeldzelle (Abbildung 4.16 und Abbildung 
4.17). All diese Kombinationen sind in den LUTs enthalten, während eines Spiels jedoch 
nicht erreichbar. 

Mithilfe von Formel (4.7) kann eine obere Schranke ܮ für die realisierbaren Zu-
stände eines N-Tupels Τ = ൫(x, y), (xଵ, yଵ), … ൯ errechnet werden23. Allerdings ist die 
tatsächliche Zahl oft noch etwas kleiner, da in der Rechnung terminale Zustände (Ge-
winnpositionen) unter Umständen noch mit enthalten sind. 

Τܮ = ෑ ܵ(݅, 0)
6

݅=0

 (4.7) 

Hierbei können die möglichen Kombinationen für alle Spalten einzeln bestimmt und 
im Anschluss miteinander multipliziert werden um das Gesamtergebnis zu erhalten. 
Die rekursiv definierte Funktion ܵ(ݕ,ݔ)	in Formel (4.8) liefert das Resultat für eine 
Spalte ݔ, beginnend mit Zeile ݕ (wobei ݕ,ݔ ∈ ℕ): 

ܵ(ݕ,ݔ) 	

= 		 ቊܵ(ݕ,ݔ + (ݕ,ݔ))(1 + 1) + (ݕ)ݖ൫(ݕ,ݔ) − 2(݉ − ݕ,ݔ)(3 + 1)൯, ݕ < 6
1, ݕ ≥ 6

 
(4.8) 

Der Wert ݉ ∈ {3,4} gibt an, ob drei oder vier Zustände je Spielfeldzelle angenom-
men werden. Weiterhin prüft eine Funktion (ݕ,ݔ) ob das Wertepaar (ݔ,  einen (ݕ
Abtastpunkt des N-Tupels Τ darstellt: 

(ݕ,ݔ) = ൜1, (ݕ,ݔ) ∈ Τ
0, ݐݏ݊ݏ ݕ,ݔ						ݐ݅݉							 ∈ ℕ (4.9) 

Außerdem gilt: 

(ݕ)ݖ = ൝
݉ − 2, 1 ≤ ݕ < 6

1, ݕ = 0
0, ݐݏ݊ݏ

ݕ						ݐ݅݉								 ∈ ℕ (4.10) 

 
                                                           
23 Weitere Details hierzu finden sich im Anhang. Auch die entsprechenden Programme bzw. Maple-

Skripte, die diese Formeln umsetzen, sind dort aufgeführt.  
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Für die Sonderfälle ݉ = 3 oder ݉ = 4 kann ܵ(ݕ,ݔ) etwas umgeschrieben wer-
den, sodass sich die Handhabung ein wenig vereinfacht: 

ܵସ(ݕ,ݔ) = ቐ
ݕ,ݔ)ܵ + 1), ݕ < 6	 ∧ (ݕ,ݔ)	 ∉ Τ

2൫ܵ(ݕ,ݔ + 1) − ݕ,ݔ)	 + 1)൯ + ,(ݕ)ݖ ݕ < 6	 ∧ (ݕ,ݔ)	 ∈ Τ
1, ݕ ≥ 6

 (4.11) 

 

ܵଷ(ݕ,ݔ) = ቐ
ݕ,ݔ)ܵ + 1), ݕ < 6	 ∧ (ݕ,ݔ)	 ∉ Τ

ݕ,ݔ)2ܵ + 1) + 1, ݕ < 6	 ∧ (ݕ,ݔ)	 ∈ Τ
1, ݕ ≥ 6

	 (4.12) 

Für ܵଷ(ݕ,ݔ) kann man auch vollständig auf die rekursive Schreibweise verzichten. Es 
reicht schlicht aus, die Abtastpunkte innerhalb einer Spalte zu zählen: 

ܵଷ(ݕ,ݔ) = 2ାଵ − ݇						ݐ݅݉							1 = ݔ), ݆)
௬

ୀହ

	 (4.13) 

Die Varianten (4.11) bzw. (4.13) eignen sich insbesondere für handschriftliche Be-
rechnungen, Formel (4.8) ist gut algorithmisch umsetzbar und universell einsetzbar. 

In Abbildung 4.18 ist für verschiedene Fälle dargestellt, wie viel Prozent der theore-
tisch möglichen Zustände tatsächlich realisierbar sind, bzw. wie viel Prozent der Ge-
wichte innerhalb der LUTs für das Training nutzbar sind. Jede Zahl wurde anhand von 
10 N-Tupeln bestimmt24. Für die Berechnung der aufgeführten Resultate gilt: 

ܴΤ =
Τܮ
݉ே =

1
݉ேෑ ܵ(݅, ݉					ݐ݅݉						(0 ∈ {3,4}

6

݅=0

 (4.14) 

Generell lässt sich sagen, dass mit der Konfiguration ݉ = 4 weniger Belegungen er-
reichbar sind (relativ) als mit ݉ = 3. Darüber hinaus unterscheiden sich die Zahlen 
auch für die Generierungsvorschriften "Random Walk" und "Random Points". Da bei 
einem Random Walk die Wahrscheinlichkeit größer ist, dass mehr Abtastpunkte zu-
sammenhängend innerhalb einer Spalte liegen, ist die Anzahl realisierbarer N-Tupel-
Zustände  kleiner als für Random Points. So sind bei einen Random Walk der Länge 
ܰ = 8 im Schnitt weniger als acht Prozent der theoretisch möglichen Belegungen rea-
lisierbar. Mehr als 92% der Gewichte innerhalb der LUT können daher nicht für das 
Training genutzt werden.  

In Abbildung 4.19 ist dargestellt, wie groß die Unterschiede zwischen den Konfigura-
tionen mit ݉ = 3 und ݉ = 4 sind. Wie bereits zuvor erwähnt, sind alle Zahlen – auf-
grund der terminalen Stellungen – lediglich als obere Schranken zu verstehen und da-
her in der Praxis noch etwas kleiner. 

                                                           
24 Das zugehörige Java-Programm (miscellaneous.CountRealizableStates) kann im Anhang nachgeschla-

gen werden. 
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Abbildung 4.18.   Tatsächlich realisierbare N-Tupel-Zustände (in Prozent) für  
Tupel-Längen zwischen 1 und 20, wobei Längen kleiner als 3 bzw. größer als 12 
in der Praxis vermutlich nicht realistisch sind. Die Generierungsmethoden  "Ran-
dom Walk" und "Random Points" werden getrennt betrachtet, da sich für diese 
unterschiedliche Zahlen ergeben. Jeder Wert ist anhand von 10 zufällig erzeug-
ten Tupeln errechnet worden. 

 
Abbildung 4.19.   Differenz (der relativen Werte) zwischen den realisierbaren 
Zuständen für ݉ = 3 und den realisierbaren Zuständen für ݉ = 4, jeweils für 
die Generierungsvorschriften "Random Points" und "Random Walk". Beispiels-
weise sind für ein Random-Walk-Tupel der Länge sieben etwa 30% mehr N-
Tupel-Zustände möglich, daher auch 30% der LUT-Einträge mehr nutzbar, wenn 
݉ = 3 anstelle von ݉ = 4 gewählt wird. 
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Für ein N-Tupel-System bestehend aus 70 8-Tupeln sind etwa 70 MB an Arbeitsspei-
cher nötig, um alle LUTs zu realisieren (bei zwei LUTs je N-Tupel und acht Bytes je LUT-
Eintrag). Von diesen 70 MB stehen im Schnitt ca. 18% (13 MB) dem Training zur Verfü-
gung, der verbleibende Speicher wird nicht benötigt. Initialisiert man zu Beginn des 
Trainings alle Gewichte mit Null, behalten ca. 72% der Einträge diesen Null-Wert auch 
während des Trainings bei. Dies hat den Vorteil, dass beim Abspeichern des trainierten 
TDL-Agenten auf die Festplatte – bei Verwendung eines geeigneten Kompressionsver-
fahrens – ein sehr hoher Kompressionsgrad erreicht wird. Inwieweit sich die Struktur 
der LUTs im Arbeitsspeicher optimieren lassen, um den Speicher effizienter nutzen zu 
können, ist noch zu prüfen. Da der Zugriff auf die LUTs strengen Effizienzbedingungen 
unterworfen ist, scheint dies nicht ohne Weiteres möglich zu sein. 
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4.5 Unterschiedliche Typen von N-Tupel-Sets im Vergleich 
Wie zuvor bereits erwähnt, können einige verschiedene Ansätze zur Erzeugung der 

N-Tupel in Betracht gezogen werden. So kann der Programmbenutzer alle N-Tupel ei-
nes Systems selbst vorgeben oder zufällig generieren lassen. Für das automatische 
Erzeugen stehen die Generierungsverfahren "Random Walk" (wie es auch Lucas in [6] 
verwendet) und "Random Points" zur Verfügung. Die Tupel werden hierbei vollständig 
zufällig erzeugt, es fließt keinerlei Wissen irgendeiner Form in den Generierungspro-
zess mit ein. Neben dem Generierungsverfahren spielt auch die Anzahl oder die Länge 
der N-Tupel eine entscheidende Rolle für den Trainingserfolg des TDL-Agenten.  

 

4.5.1 Die Generierungsvorschriften "Random Walk" und "Random Points" 
Beim Random Walk beginnt der Algorithmus mit einem beliebigen Startpunkt auf 

dem Spielfeld. Im Anschluss wird eines der max. acht möglichen Nachbarzellen als Ab-
tastpunkt reserviert. Dies wird solange fortgesetzt, bis die gewünschte Zahl an Abtast-
punkten erreicht ist.  

Im Gegensatz zum Random Walk – bei dem alle Abtastpunkte eine zusammenhän-
gende Kette bilden – wählt der "Random Points"-Algorithmus die Abtastpunkte voll-
kommen zufällig aus, sodass diese für gewöhnlich über das gesamte Spielfeld zerstreut 
sind. Daher kann (zumindest für Vier Gewinnt) in der Regel kein direkter Zusammen-
hang zwischen den einzelnen Abtastpunkten hergestellt werden, da diese zu weit aus-
einanderliegen; mit anderen Worten: Verschiedene Belegungen für solche N-Tupel 
lassen keinerlei Rückschlüsse bezüglich der Stellungseinschätzung zu.  

Dies ist bei einem Random Walk anders, da hier alle Abtastpunkte direkt zusam-
menhängen. Dadurch ist es viel wahrscheinlicher, dass z.B. potentielle Vierer-Ketten 
abgedeckt werden, die für den Spielausgang eine entscheidende Rolle spielen. 

in Abbildung 4.20 sind die Ergebnisse des Trainings für beide Generierungsverfahren 
dargestellt. In beiden Fällen wurden zehn Trainingsläufe mit jeweils neuen N-Tupel-
Sets ausgeführt; wobei den Systemen 70 (Random Walk) bzw. 100 (Random Points) 
Tupel der Länge ܰ = 8 zugestanden wurden. Trotz dieser größeren Anzahl an N-
Tupeln, konnte der TDL-Agent mit den Random Points keine zufriedenstellenden Re-
sultate erzielen. Daher spielen diese in den weiteren Betrachtungen keine Rolle. 

Während der Arbeiten an den Generierungsvorschriften kam die Überlegung auf, 
dass möglicherweise bessere Ergebnisse erzielt würden, wenn der "Random Walk"-
Algorithmus mit einer höheren Wahrscheinlichkeit in Richtung der zentralen Spielfeld-
zellen wandert, da deren Belegung eine für den Spielausgang wesentliche Bedeutung 
zukommt. Da der Algorithmus diese Zellen ohnehin öfter besucht (Abbildung 4.21), 
ohne dass hierauf gezielt Einfluss genommen wird, wurde die Idee allerdings wieder 
verworfen. 
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Abbildung 4.20.   Die Generierungsmethoden "Random Walk" und "Random 
Points" im Vergleich zur Basiskonfiguration mit 70 8-Tupeln. Es werden jeweils 
100 "Random Points"- bzw. 70 "Random Walk"-Tupel eingesetzt. In allen 10 
Trainingsdurchläufen erzeugt das Programm neue N-Tupel-Sets. Ansonsten wer-
den die Parameter der Basiskonfiguration beibehalten. 

 

 
Abbildung 4.21.  Häufigkeit (in ‰), in der die Spielfeldzellen vom "Random 
Walk"-Algorithmus besucht werden. Die Werte wurden anhand von 10 Tupeln 
der Länge acht ermittelt. Allerdings sind für andere Tupel-Längen hiervon ab-
weichende Ergebnisse zu erwarten. 
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4.5.2 Einfluss der Tupel-Anzahl auf das Trainingsergebnis 
Untersucht man N-Tupel-Systeme, die sich nur hinsichtlich der Anzahl ihrer N-Tupel 

unterscheiden, so sollte ein System mit mehr N-Tupeln im Schnitt ein besseres Trai-
ningsresultat liefern, als ein System mit nur wenigen N-Tupeln, da ersteres erwar-
tungsgemäß einen größeren Feature-Raum ermöglicht. 

Daher ist es verwunderlich, dass die Systeme bestehend aus 120 8-Tupeln in Abbil-
dung 4.22 schlechtere Ergebnisse erzielen, als die mit nur 70 8-Tupeln (aus Abschnitt 
4.5.1 übernommen). In beiden Fällen wurden für jeden neuen Trainingslauf völlig zufäl-
lige N-Tupel-Sets erzeugt und auch die übrigen Parameter sind beibehalten worden. 

 
Abbildung 4.22.   Unterschiedliche N-Tupel-Systeme mit 70 bzw. 120 Tupel der 
Länge acht im Vergleich. Wider Erwarten liegt das Trainingsresultat für nur 70 
Tupel höher als für 120, obwohl alle N-Tupel nach derselben Vorschrift generiert 
wurden und auch die übrigen Parameter gleich sind.   

Da der einzige Punkt, in dem sich die beiden Systeme unterscheiden, in der Anzahl 
der N-Tupel besteht, liegt die Vermutung nahe, dass ein oder mehrere Parameter der 
Basis-Konfiguration sich negativ auf das Training auswirken, sobald eine größere Zahl 
an N-Tupel zum Einsatz kommt. 

Nach einigen Untersuchungen konnte festgestellt werden, dass die Ausgabe der 
Spielfunktion ܸ(s୲) sich sehr häufig bereits im Grenzbereich bewegte (für 120 N-
Tupel), die durch die Aktivierungsfunktion vorgegeben ist. Die ursprüngliche Ausgabe 
des N-Tupel-Systems befindet sich daher häufig im Bereich der Sättigung des Tangens-
Hyperbolicus. Da die Spielfunktion nun über 2 ⋅ 120 (bei Ausnutzung von Spiegelsym-
metrien) Gewichte summieren muss, statt ursprünglich 2 ⋅ 70, kann hieraus mögli-
cherweise ein Problem entstehen. 
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Angenommen der Durchschnittswert eines einzelnen Gewichtes läge bei ݓ: Für 70 
N-Tupel wäre die Ausgabe der Spielfunktion ܸ(s୲) =  für 120 Tupel jedoch ,ݓ140
ܸ(s୲) = -also etwa das Doppelte. Übergibt man diese Werte der Aktivierungs ,ݓ240
funktion തܸ(s୲) = tanh൫ܸ(s୲)൯, ist man möglicherweise zu weit in den Sättigungsbe-
reich der Funktion hineingekommen. 

Daher wurde entschieden, die Ausgabe der Spielfunktion testweise zu skalieren, be-
vor diese an die Sigmoid-Funktion weitergereicht wird. Es ergibt sich folgende Form: 

തܸ(s୲) = tanh൫݇ ⋅ ܸ(s୲)൯ (4.15) 

Hierdurch ergibt sich auch eine Änderung des Gradienten im TD-Learning Algorith-
mus (vgl. Formel (2.20)): 

∇୵݂൫ݓ; ൯(௧ݏ)݃	 = ݇ ⋅ 1 − tanhଶ ൭ݓ ∙ ݃(s୲)


൱൩ ∙ ݃(s୲) 	

= ݇ ⋅ ቂ1 − ݂൫ݓ; 	݃(s୲)൯
ଶ
ቃ ∙ ݃(s୲) 

(4.16) 

 Der Faktor ݇ wird für dieses Beispiel mit dem Wert 

݇ =
70

120
≈ 0,58 (4.17) 

belegt. 

Die neuen Ergebnisse für die angepasste Spielfunktion mit dem zusätzlichen Skalie-
rungsfaktor ݇ sind in Abbildung 4.23 aufgeführt. Tatsächlich wird jetzt die Spielstärke 
erreicht, die zu Beginn erwartet wurde. 

Abbildung 4.24 zeigt die Erfolgsquote des TDL-Agenten für Tupel der Länge ܰ = 8 in 
Abhängigkeit von deren Anzahl. Auch hier kommt der neue Faktor ݇ zum Einsatz. Es 
wurden je 10 Trainingsläufe durchgeführt, wobei in jedem Lauf ein neues N-Tupel-
System generiert wurde. Da der TDL-Agent in allen Trainingsläufen nach spätestens 7 
Mio. Spielen seine endgültige Spielstärke erreicht, wird das arithmetische Mittel und 
die Standardabweichung über alle Werte zwischen den 7-10 Mio. Spielen errechnet, 
für jeden Punkt werden daher alle 10 ⋅ 30 = 300 Werte herangezogen. 
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Abbildung 4.23.   Neue Resultate für das N-Tupel-System mit 120 8-Tupeln, bei 
Einführung des Skalierungsfaktors ݇. Wie zu Beginn erwartet, kann der TDL-
Agent nun eine höhere Spielstärke erreichen, als mit einem System bestehend 
aus 70 8-Tupeln. 

 
Abbildung 4.24. Resultierende Erfolgsquote des TDL-Agenten für Tupel der Län-
ge ܰ = 8, in Abhängigkeit von der Anzahl der Tupel. Zur Bestimmung der Ergeb-
nisse wurden je 10 Trainingsläufe durchgeführt und das arithmetische Mittel für 
die Werte zwischen 7-10 Mio. Trainingsspielen errechnet (es wurden daher 300 
Werte für jeden Punkt herangezogen). 
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4.5.3 Reproduzierbarkeit der Trainingsresultate 
Ein sehr wichtiges Kriterium zur Beurteilung der Qualität eines Systems ist die Fä-

higkeit, für jedes Training reproduzierbare Ergebnisse zu erzeugen. Ein N-Tupel-
System, bei dem durchgehend stark schwankende Trainingsleistungen zustande kom-
men, ist im Grunde unbrauchbar.  

Für das N-Tupel-System mit Basis-Konfiguration konnte in keinem Trainingsdurch-
lauf beobachtet werden, dass sich gravierende Unterschiede in der resultierenden 
Spielstärke des TDL-Agenten ergaben. Lediglich zu Beginn des Trainings (bis zu etwa 4 
Mio. Trainingsspielen) sind größere Schwankungen vorhanden (siehe Abbildung 4.25). 
Auch für fast alle anderen N-Tupel-Systeme ließen sich die Ergebnisse stets gut repro-
duzieren. 

In Abbildung 4.26 ist die Erfolgsquote für ein N-Tupel-System (bestehend aus 70 zu-
fällig generierten 8-Tupeln) dargestellt, das sehr wechselhafte Trainingsverläufe er-
zeugt. Einige Resultate sind – mit einer Erfolgsquote von etwa 90% – recht zufriedens-
tellend. Andere kommen jedoch selten über die 10%-Marke hinaus. 

Für dieses N-Tupel-System sind daher keine reproduzierbaren Ergebnisse möglich. 
Allerdings wurde dieses Phänomen sehr selten beobachtet. Im Regelfall sind die Er-
gebnisse für ein spezifisches N-Tupel-System sehr beständig (vorausgesetzt, die übri-
gen Parameter bleiben unverändert). 

In Abschnitt 4.5.1 und 4.5.2 wurden bereits TDL-Agenten diskutiert, die in jedem 
Trainingslauf ein neues N-Tupel-System erzeugen. Auch hier lassen sich in praktisch 
allen Fällen ähnliche Verläufe beobachten, obwohl die Standardabweichung etwas 
größer ist, als für ein einzelnes N-Tupel-System. 
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Abbildung 4.25.    Drei der zehn Trainingsdurchläufe, die für die Basiskonfigura-
tion durchgeführt wurden. Im Bereich zwischen 2-4 Mio. Trainingsspielen sind 
größere Abweichungen zu beobachten, ansonsten sind die Kurvenverläufe ähn-
lich. 

 
Abbildung 4.26.   Sehr wechselhafte Ergebnisse für ein N-Tupel-System – beste-
hend aus 70 8-Tupeln. Dies wird zum einen durch die Standardabweichung an-
gedeutet, weiterhin ist einer von zehn Trainingsverläufen abgebildet, bei dem 
die Erfolgsquote über weite Strecken bei 0% liegt. 
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4.6 Weitere Untersuchungen 

4.6.1 Feinjustierung der Trainingsparameter 
Die Basiskonfiguration (Abschnitt 4.1.5) des TDL-Agenten liefert zwar schon ver-

gleichsweise gute Trainingsresultate. Allerdings ist die Anzahl der Trainingsspiele – 
nach der die endgültige Spielstärke erreicht wird – sehr hoch. Wie sich nach einigen 
Untersuchungen herausstellte, ist der Initialwert der Lernschrittweite ߙௌ௧௧ zu groß 
gewählt worden, sodass erste sichtbare Erfolge erst nach etwa 4 Mio. Trainingsspielen 
zustande kommen. Auch die hohe Explorationsrate ߝ zu Beginn trägt hierzu bei. Daher 
wurde die Lernschrittweite auf die Werte ߙௌ௧௧ = 0,004 und ߙி = 0,002 geändert 
und der Initialwert der Explorationsrate auf ߝௌ௧௧ = 0,6 reduziert, bei gleichzeitiger 
Verschiebung des Wendepunktes der Sigmoid-Funktion an die Stelle ݊௪ = 10	Trai-
ningsspiele. Die Ergebnisse der durchgeführten Anpassungen sind in Abbildung 4.27 
dargestellt. 

 
Abbildung 4.27.   Verbesserung der Basis-Konfiguration. Lernschrittweite ߙ so-
wie Explorationsrate ߝ wurden angepasst, um eine höhere Lerngeschwindigkeit 
zu erreichen. Die 80%-Marke wird nun bereits nach etwa 2 Mio. Spielen über-
schritten, anstatt nach 4 Mio. Spielen. 
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4.6.2 Bedeutung der Spielfeldsymmetrien für das Training 
Wie bereits in Abschnitt 2.3.3 erläutert wurde, kann man die Lerngeschwindigkeit 

des TDL-Agenten verbessern, wenn das Training Spielfeldsymmetrien ausnutzt, die 
einzelnen Lernschritte daher gleichzeitig für alle symmetrischen Spielstellungen durch-
führt. Insbesondere für Spiele wie Tic Tac Toe und Othello ist dies vorteilhaft, da bei 
diesen Spielen – aufgrund von Rotations- und Spiegelsymmetrien – bis zu acht Stellun-
gen äquivalent sind. Vier Gewinnt lässt nur Spiegelungen an der mittleren Spalte zu, 
hier können daher nur zwei Stellungen gleichzeitig erlernt werden. 

Verzichtet man auf die Verwendung von Symmetrien – lässt den Agenten also je-
weils nur eine Position erlernen – dauert es deutlich länger, bis eine gewisse Anzahl an 
Knoten des Spielbaumes besucht wurden. Dies kann eine größere Anzahl der Trai-
ningsspielen nötig machen, um eine vergleichbare Spielstärke zu erreichen.  

In Abbildung 4.28 ist das Ergebnis dargestellt, das sich ergibt, wenn auf die Ausnut-
zung der Spielfeldsymmetrien für das Spiel Vier Gewinnt verzichtet wird (Beibehaltung 
der übrigen Parameter). Die Erfolgsquote erreicht hierbei lediglich einen Wert von et-
wa 70%.  

Auch mit verschiedenen anderen Konfigurationen (unterschiedliche Lernschrittwei-
te und Explorationsrate, Verdopplung der Trainingsspiele) kann das Resultat nicht we-
sentlich verbessert werden. 

Die Vermutung, dass durch die Verschiebung des Arbeitsbereiches innerhalb der Ak-
tivierungsfunktion (es werden schließlich nur noch halb so viele Gewichte aufsum-
miert) und der daraus resultierenden Wahl von ݇ = 2 (siehe Abschnitt 4.5.2), führte 
ebenfalls  nicht zu dem gewünschten Resultat. 

Letztendlich ist daher davon auszugehen, dass viele N-Tupel-Zustände nicht oft ge-
nug erreicht werden, um ein ausreichendes Anlernen der Gewichte zu ermöglichen. 
Bei der Verwendung von Symmetrien werden jeweils zwei Varianten des Spiels gelernt; 
zu Beginn des Trainings fast ausschließlich terminale Stellungen, später vorwiegend 
non-terminale Stellungen. Nachdem die Explorationsrate einen gewissen Wert unter-
schritten hat, verhält sich der TDL-Agent nahezu deterministisch und die Lernge-
schwindigkeit nimmt stark zu (vorausgesetzt es wurden genügend terminale Stellun-
gen gelernt). Verzichtet man in dieser Phase des Trainings auf die Verwendung von 
Symmetrien, werden vermutlich viele Spielstellungen nicht gelernt und der TDL-Agent 
kann für diese später keine vernünftige Einschätzung mehr vornehmen. Dies macht 
sich letzten Endes in der niedrigeren Spielstärke des Agenten bemerkbar. Daher 
scheint es nicht so ohne weiteres möglich zu sein, den Verzicht auf Symmetrien durch 
eine größere Zahl an Trainingsspielen zu kompensieren. 
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Abbildung 4.28.   Verzicht auf die Verwendung von Symmetrien für das Training. 
Der TDL-Agent erreicht im Schnitt eine endgültige Erfolgsquote von etwa 70%, 
daher ca.  20% niedriger als im Normalfall. 

4.6.3 Kombination der Alpha-Beta-Suche mit einem N-Tupel-System 
Für alle zuvor dargestellten Ergebnisse wurde keine Baumsuche in irgendeiner Form 

verwendet; zur Bestimmung des bestmöglichen Folgezuges expandierte der TDL-Agent 
lediglich den aktuellen Spielzustand und wählte im Anschluss den – aus seiner Sicht –
bestmöglichen Folgezustand aus. 

Da der TDL-Agent im Regelfall nicht für jede Stellung eine korrekte Einschätzung 
vornehmen kann (die Spielfunktion wird lediglich durch das N-Tupel-System approxi-
miert), kommt es durchaus vor, dass ein Spiel nur aufgrund einer Fehleinschätzung 
verloren geht. So konnte häufig beobachtet werden, dass der TDL-Agent – nach Kor-
rektur eines Einzelfehlers – perfekt weiterspielte. 

Die einfachste Möglichkeit, um die Wahrscheinlichkeit für das Auftreten gelegentli-
cher Fehleinschätzungen zu verkleinern, besteht darin, die Suchtiefe des Agenten zu 
erhöhen. Dazu ist es nötig, die Spielfunktion des Agenten mit einem Baumsuchverfah-
ren zu kombinieren. Erreicht die Baumsuche ihre maximale Suchtiefe – die sogenann-
ten Blattknoten – nimmt die Spielfunktion eine Bewertung des Blattknotens vor und 
gibt diesen Wert zurück. Werden zuvor schon terminale Stellungen erreicht, ist keine 
weitere Evaluierung nötig, da bereits ein exakter Wert vorliegt.  

Die Suchtiefenerweiterung kann bereits während des Trainings erfolgen. Da sich je-
doch hierdurch die Trainingszeit deutlich erhöht, ist dies nur für eine Vergrößerung um 
einen Halbzug durchgeführt worden (Abbildung 4.29). Eine wesentliche Steigerung der 
Spielstärke ist jedoch nicht festzustellen. 
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Abbildung 4.29.   Erhöhung der Suchtiefe während des Trainings um einen Halb-
zug(für die verbesserte Parameterkonfiguration aus Abschnitt 4.6.1). Die resul-
tierende Erfolgsquote ist minimal – um etwa 1% – höher. 

 
Abbildung 4.30.   Kombination eines Alpha-Beta-Agenten mit verschiedenen (zu-
fällig erzeugten) N-Tupel-Systemen. Dargestellt ist die Erfolgsquote in Abhängig-
keit der Suchtiefe (0-18 Halbzüge, Schritte von zwei Halbzügen). Für eine Such-
tiefe von Null wird unmittelbar das N-Tupel-System befragt.  
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Eine weitere Möglichkeit besteht darin, ein zuvor trainiertes N-Tupel-System (keine 
Vergrößerung der Suchtiefe während des Trainings) als Evaluierung an den Blattknoten 
eines Alpha-Beta-Agenten einzusetzen. Dies ist für verschiedene (70 zufällig erzeugte 
Random-Walk-Tupel) N-Tupel-Systeme in Abbildung 4.30 durchgeführt worden, wobei 
jeder Wert anhand von 500 vollständigen Spielen gegen den Minimax-Agenten ermit-
telt wurde. So kann für das betrachtete 70x7-Tupel-System eine Steigerung der Er-
folgsquote von etwa 72% auf 92% beobachtet werden, wenn man die Suchtiefe von 
null auf sechs erhöht. Das System bestehend aus 70 9-Tupeln kann mit acht Halbzügen 
Suchtiefenerweiterung eine Erfolgsquote von knapp 99% erzielen. 

Die Eröffnungsdatenbanken sind für alle Untersuchungen deaktiviert worden. 

In Tabelle 4.2 ist die durchschnittliche Evaluierungszeit (Zeit für 50 Testspiele gegen 
einen Minimax-Agenten) der verschiedenen N-Tupel-Systeme dargestellt. Dies lässt 
zwar keine exakte Aussage auf die durchschnittliche Laufzeit der Suche (in Kombinati-
on mit dem N-Tupel-System) zu. Dennoch werden die Größenordnungen in etwa sich-
tbar. So dauert ein Spiel zwischen dem perfekt spielenden Minimax-Agenten und dem 
System mit 70 Tupeln der Länge ܰ = 7 ca. 1 Sekunde für eine Suchtiefe von Null, bzw. 
knapp 18 Sekunden (=  .für eine Suchtiefe von 18 Halbzügen (50/ݏ895

Tabelle 4.2.  Durchschnittliche Evaluierungszeit (in s) für die verschiedenen N-
Tupel-Systeme in Abhängigkeit der Suchtiefe. Je Evaluierungsvorgang wurden 50 
Spiele gegen einen perfekt spielenden Minimax-Agenten durchgeführt.  

Suchtiefe 
(in Halbzügen) 

Evaluierungszeit  (in Sek.) 
70x 7-Tupel 70x 8-Tupel 70x 9-Tupel 

0 50 48 41 
2 46 44 42 
4 41 44 39 
6 42 37 38 
8 44 38 39 

10 46 49 47 
12 66 71 68 
14 116 152 165 
16 401 494 535 
18 895 1179 1267 

 

4.6.4 Zugsortierung der Alpha-Beta-Suche mithilfe eines N-Tupel-Systems 
Werden N-Tupel-Systeme zur Approximierung der Spielfunktion eingesetzt, sind in 

aller Regel keine exakten Stellungsbewertungen möglich. Ein gutes System kann aber 
in vielen Fällen zumindest eine grobe Einschätzung liefern, sodass die Qualität der 
möglichen Folgezustände in eine richtige Reihenfolge gebracht wird. Dieser Sachver-
halt kann man zur Optimierung der Zugsortierung ausnutzen: Die Ausführungsreihen-
folge der Züge in einem Knoten ist für die Korrektheit der Alpha-Beta Suche irrelevant, 
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eine schlechte Zugsortierung wirkt sich lediglich auf die Laufzeit der Suche negativ aus. 
In der Hoffnung, dass das eingesetzte N-Tupel-System die Folgezustände eines Knoten 
bezüglich ihrer Qualität in vielen Fällen richtig einschätzen kann, ist ein Einsatz zur Vor-
sortierung der Züge eine interessante Möglichkeit. 

Testweise wurde ein N-Tupel-System bestehend aus 30 7-Tupeln trainiert, das die 
einfache Zugsortierung in wurzelnahen Knoten übernahm, allerdings nur für die Kno-
ten des anziehenden Spielers bis zum zehnten Halbzug; in den Knoten des Nachzie-
henden brachte die Zugsortierung durch das N-Tupel-System keine Laufzeitverbesse-
rung. Möglicherweise führen hier noch weitere Tests mit anderen Systemen zum Er-
folg.  

Die Rechenzeit zur Analyse des leeren Spielfeldes konnte mithilfe dieser Maßnahme 
auf weniger als einem Drittel der ursprünglichen Zeit verkürzt werden und auch für 
viele andere Stellungen konnte man zum Teil deutliche Verbesserungen beobachten. 
Insgesamt konnte für alle Stellungen mit null, einem oder zwei Steinen eine Verkür-
zung der Rechenzeit um 26% festgestellt werden (die Alpha-Beta-Suche mit der N-
Tupel-basierten Zugsortierung war für 78% der betrachteten Stellungen schneller). Alle 
Eröffnungsdatenbanken wurden selbstverständlich für die Laufzeitmessungen deakti-
viert. 

4.6.5 Evaluierung des TDL-Agenten mit einem weiteren Programm 
Da bisher alle Evaluierungs-Vorgänge mithilfe des ein und desselben Minimax-

Agenten vorgenommen wurden, soll zum Ende diesen Kapitels noch ein letzter Ver-
gleich mit einem weiteren Programm beschrieben werden. Als Vergleichsmöglichkeit 
erscheint hier das Vier-Gewinnt-Programm Mustrum [27] als besonders geeignet, auch 
weil das Programm als Nachziehender abwechslungsreiche Spiele ermöglicht. Laut 
seinem Autor Lars Bremer ist Mustrum eines der wenigen Programme weltweit, das 
Vier Gewinnt perfekt beherrscht.  

Da keine automatisierten Tests möglich waren, wurde lediglich ein bereits trainier-
ter TDL-Agent – basierend auf 70 8-Tupeln, ohne einer vorausschauenden Suche – mit 
dem Programm Mustrum (Version 2.0.3) verglichen. Insgesamt wurden 20 Testspiele 
durchgeführt, von denen der TDL-Agent – als Anziehender – 18 Spiele gewann und ein 
Spiel verlor; ein Spiel endete Unentschieden. Dies würde umgerechnet einer Erfolgs-
quote von etwa 92% entsprechen (mit dem Standard-Minimax-Agenten aus dieser 
Arbeit wurde eine Erfolgsquote von 88% bestimmt). 
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Bei Vertauschung der Rollen beider Spieler (Mustrum25 als Anziehender und TDL-
Agent als Nachziehender) konnte ein interessantes Ergebnis beobachtet werden: 
Mustrum konnte nicht in jedem Fall die Eröffnung fehlerfrei überstehen, sodass der 
TDL-Agent diese Fehler bestrafen und die entsprechenden Spiele gewinnen konnte. 
Insgesamt verlor Mustrum 8 der 20 Spiele. 12 Spiele konnte Mustrum für sich ent-
scheiden; im Schnitt nach etwa 34 Halbzügen. Da die Fehler – bei den verloren gegan-
gen Spielen – allesamt in der Eröffnungsphase passierten, ist es wahrscheinlich, dass 
ein kleineres Problem mit dem "großen Eröffnungsbuch" von Mustrum vorliegt.  

Die Spielverläufe und der TDL-Agent können im Anhang nachgeschlagen werden. 

                                                           
25 Das Programm verwendet hierfür das "große Eröffnungsbuch" anstelle des "tiefen Eröffnungsbuches", 

da dies laut Help-File des Autors für mehr Abwechslung im Spiel führt, wenn Mustrum den Anzie-
henden spielt. An der Spielstärke (Suchtiefe) des Programmes wurden keine Veränderungen durch-
geführt.  
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5 Zusammenfassung und Ausblick 

In dieser Arbeit ist die erstmalige Anwendung einer RL-Trainingsumgebung mit N-
Tupel-Systemen zur Funktionsapproximierung auf das Spiel Vier Gewinnt untersucht 
worden. 

Bei ersten Experimenten mit dem trivialen Spiel Tic Tac Toe und mit verschiedenen 
Vier-Gewinnt-Eröffnungsphasen (Abschnitt 4.2) konnten schnell sehr gute Trainingsre-
sultate beobachtet werden, sodass bereits relativ früh dazu übergegangen wurde, dass 
vollständige Vier-Gewinnt-Spiel zu untersuchen. Die hierzu durchgeführten Untersu-
chungen waren jedoch zunächst ernüchternd. Der TDL-Agent konnte als Anziehender 
nur sehr wenige Spiele gegen einen perfekt spielenden Minimax-Agenten für sich ent-
scheiden. Erst die Einführung von einer Look-up-Tabelle (LUT) je Spieler – insgesamt 
also zwei LUTs je N-Tupel – konnte die Spielstärke des TDL-Agenten erheblich steigern 
(Abschnitt 4.3).  

Anhand der – in Kapitel 3 – formulierten Forschungsfragen, lassen sich die erzielten 
Ergebnisse etwas genauer bewerten: 

1. RL in Kombination mit N-Tupel-Systemen konnte erfolgreich auf das Spiel Vier Ge-
winnt (über den kompletten Zustandsraum) angewendet werden. Bei geeigneter 
Konfiguration (Punkt 4) ist der TDL-Agent in der Lage, als anziehender Spieler, ohne 
Verwendung eines Baumsuch-Verfahrens, im Schnitt über 90% der Spiele gegen ei-
nen perfekten Minimax-Spieler zu gewinnen.   
Der größte Unterschied in der Konzeption des N-Tupel-Systems im Vergleich zu Lu-
cas' Lösung [6] besteht darin, dass beim Vier-Gewinnt-Spiel die Verwendung zweier 
LUTs je N-Tupel essentiell für den Erfolg des Trainings sind.   
Mit einigen weiteren kleineren Verbesserungen, wie der Verwendung von jeweils 
vier Zuständen pro Zelle (Abschnitt 4.4) oder der Ausnutzung von Spielfeldsymmet-
rien (Abschnitt 4.6.2), lässt sich die Spielstärke des Agenten weiter verbessern. 
Während Lucas nur eine Verschlechterung der Lerngeschwindigkeit beobachten 
konnte, wenn auf die Symmetrien verzichtet wurde [6] , wirkt sich dies beim Vier 
Gewinnt vor allem auf die resultierende Spielstärke des Agenten negativ aus. 

2. Der TDL-Agent wurde allein durch "Self-Play" trainiert, er erlernte Vier Gewinnt 
also ausschließlich anhand von Trainingsspielen gegen sich selbst. Der Einsatz eines 
externen Lehrer-Signals war daher für das Training nicht weiter nötig; der zuvor 
erwähnte Minimax-Agent wurde lediglich zur Evaluation der Spielstärke eingesetzt. 
Und auch sonst hatte der TDL-Agent keinen Zugriff auf spieltheoretisches Wissen 
irgendeiner Form. 



Zusammenfassung und Ausblick 

 
 Reinforcement Learning mit  

N-Tupel-Systemen für Vier Gewinnt 
 

S e i t e  | 79

3. Die Hypothese, dass Vier Gewinnt auch nur anhand weniger Trainingsspiele erlern-
bar ist, konnte nicht bestätigt werden. Während Lucas für das Othello-Spiel ledig-
lich 1250 Trainingsspiele benötigte, um einen starken Spieler zu erzeugen [6] , sind 
hier etwas mehr als 2 Mio. Spiele nötig (Abschnitt 4.6.1). Dieser große Unterschied 
ist insbesondere deshalb erstaunlich, weil Othello ([9] , S. 167) einen deutlich grö-
ßeren Zustandsraum als Vier Gewinnt [8] besitzt und daher zunächst als schwieri-
ger zu erlernen scheint.   
Eine Ursache könnte darin liegen, dass bei Ausnutzung von Spielfeldsymmetrien 
beim Othello-Spiel je Lernschritt gleichzeitig acht Stellungen gelernt werden, beim 
Vier-Gewinnt-Spiel lediglich zwei, wodurch beim Vier Gewinnt deutlich mehr Trai-
ningsspiele nötig wären, um die gleiche Anzahl an Stellungen zu erlernen.   
Eine weitere Erklärung könnte sein, dass Lucas für sein N-Tupel-System weniger 
und kürzere N-Tupel verwendet (lediglich 30 Tupel der Länge 2 bis 6) [6] , als in die-
ser Arbeit (siehe Punkt 4) zum Einsatz kommen. Dadurch wird die Spielfunktion des 
Othello-Agenten in einem deutlich größeren Umfang generalisiert, sodass in jedem 
Lernschritt eine größere Zahl an ähnlichen Stellungen erlernt werden (vgl. [11] , S. 
259).  

4. Die Konfigurationen für ein erfolgreiches Training sind nicht generell bestimmbar. 
Vor allem für die Lernschrittweite ߙ (unter anderem abhängig von Zahl und Länge 
der N-Tupel) und die Explorationsrate ߝ müssen – je nach Situation – geeignete 
Konfigurationen gefunden werden. Unpassende Belegungen dieser Parameter füh-
ren zwar nicht zwangsläufig dazu, dass das Training fehlschlägt, allerdings kann die 
Lerngeschwindigkeit oder die resultierende Spielstärke etwas schlechter ausfallen. 
Die N-Tupel selbst wurden völlig zufällig, mithilfe des Random-Walk-Verfahrens 
(Abschnitt 4.5.1) generiert. Erwartungsgemäß konnte ein Anstieg der Spielstärke 
mit größerer Anzahl und Länge der N-Tupel beobachtet werden. Allerdings steigt 
der Speicherbedarf hierdurch deutlich an. Ein N-Tupel-System basierend auf 70 8-
Tupeln reicht jedoch aus, um eine Erfolgsquote von etwa 90% gegen einen perfekt 
spielenden Minimax-Agenten zu erzielen (mit der Basiskonfiguration aus Abschnitt 
4.1.5). 

5. Insgesamt lassen sich die Trainingsdurchgänge sehr gut reproduzieren. Wiederholt 
man das Training für eine vorgegebene Konfiguration, so sind in der Regel keine 
größeren Abweichungen zwischen zwei Trainingsläufen zu beobachten. Auch die 
resultierende Spielstärke des Agenten kann in jedem Lauf neu erzielt werden.  
Lässt man alle N-Tupel in jedem Trainingsdurchgang wieder neu erzeugen (bei Bei-
behaltung der übrigen Parameter wie Tupel-Länge und -Anzahl), können sich bei 
der resultierenden Spielstärke bzw. Erfolgsquote etwas größere Abweichungen 
(von etwa 10%) ergeben. In Ausnahmefällen kann das Training auch vollständig 
scheitern. Dies wurde jedoch nur äußerst selten beobachtet. 
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Auch wenn in dieser Arbeit bereits eine ganze Reihe von Untersuchungen angestellt 
und beschrieben worden sind, bleibt noch viel Raum für weitere Diskussionen und 
Entwicklungen in andere Richtungen. Einige Ideen konnten bereits in dieser Arbeit um-
gesetzt werden, viele andere konnten aus Zeitgründen jedoch nicht weiter verfolgt 
werden. 

So werden beispielsweise die N-Tupel zurzeit lediglich nach einem "Random-Walk"-
Verfahren generiert; eine interessante Fragestellung könnte jedoch darin liegen, zu 
prüfen, inwieweit sich die Generierungsvorschriften der N-Tupel optimieren lassen. Es 
wäre ebenfalls zu untersuchen, ob sich weitere Kriterien zur Bewertung der Qualität 
einzelner N-Tupel finden lassen, um so ungeeignete Tupel aus einem System aussortie-
ren bzw. ersetzen zu können. 

Aufgrund einer weiteren Frage, die darin besteht, ob zwei gute N-Tupel-Systeme in 
Kombination ein noch besseres Ergebnis liefern, könnte ein etwas anderer Ansatz ver-
folgt werden: Man erzeugt zunächst eine ganze Reihe von kleineren N-Tupel-Systemen 
und versucht anschließend durch verschiedene Kombination derer, das Ergebnis suk-
zessive zu verbessern.  

Weiterhin sind bisher nur Systeme mit N-Tupeln gleicher Länge betrachtet worden. 
Möglicherweise kann man hier durch eine größere Vielfalt der N-Tupel gleichwertige 
oder sogar bessere Resultate erzielen. 

Aufgrund des einfachen Konzeptes, der unkomplizierten Implementierung und der 
(nahezu) universellen Einsetzbarkeit der N-Tupel-Systeme, lassen sich eventuell bei 
anderen Brettspielen ähnliche Erfolge erzielen. Spiele wie etwa Mühle erscheinen hier 
besonders vielversprechend. Zum einen ist die Zustandsraumkomplexität des Mühle-
Spiels (etwa 10ଵ Spielzustände) vergleichsweise überschaubar ([9] , S. 165) und zum 
anderen sind nur wenige Zustände je Abtastpunkt (nämlich genau drei)  eines N-Tupels 
nötig, sodass sich der erforderliche Speicher – bedingt durch die Größe der LUTs – im 
Rahmen hält. Eventuell kann man sogar einen Schritt weiter gehen und das außeror-
dentlich komplexe Spiel Go (beginnend mit kleineren Spielfeldgrößen) untersuchen. 

Abschließend lässt sich festhalten, dass RL in Kombination mit N-Tupel-Systemen 
außerordentlich gute Ergebnisse bei den Spielen Othello [6] und Vier Gewinnt liefert. 
Dies liegt insbesondere an der beträchtlichen Zahl an Features (die ansonsten vom 
Entwickler selbst selektiert und kombiniert werden müssen), die das System generiert. 
Der Entwickler benötigt kein besonderes spieltheoretisches Wissen des betrachteten 
Brettspiels. Zwar werden nicht alle erzeugten Features hilfreich sein, das System lernt 
jedoch, diese außer Acht zu lassen, da aufgrund der widersprüchlichen Lernsignale 
keine Generalisierung möglich ist. Mithilfe der geeigneten Features kann der Agent 
sich wiederholende Muster erkennen und ist somit in der Lage, viele Spielsituationen 
korrekt einzuschätzen. 
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A.  Anhang 

A.1. Hinweise zur beigefügten CD 
 
Inhalt der CD 

 Software-Framework (Eclipse-Projekt in Java) mit einer Trainings- und Test-
umgebung für das Spiel Tic Tac Toe, das lediglich um das N-Tupel-System 
erweitert wurde (siehe hierzu auch [12] und [22] ). 

 Software-Framework (Eclipse-Projekt in Java) mit einer Trainings- und Test-
umgebung inkl. eine Hilfe-Datei für das Spiel Vier Gewinnt, basierend auf der 
Tic-Tac-Toe-Umgebung. 

 Diverse Hilfsprogramme: 
o Programm zum Zählen von Spielstellungen mit x Spielsteinen in Tic 

Tac Toe und Vier Gewinnt 
o Programm zum Zählen der realisierbaren N-Tupel-Zustände (siehe 

Abschnitt 4.4.2); Java-Programm sowie ein Maple-Skript. 
o Generierungs-Programm für gewisse Code-Abschnitte des Minimax-

Agenten. 
o Programme zur Erzeugung, Konvertierung und Sortierung der Eröff-

nungsdatenbanken – mit 8,10 und 12 Spielsteinen – für Vier Gewinnt 
(in C bzw. C++). 

o Weitere kleinere Programme 
 Trainings- und Testergebnisse für Vier Gewinnt: Rohdaten, Excel-Sheets und 

R-Skripte zur Erzeugung der Diagramme. Weitere, in dieser Arbeit nicht er-
wähnten Ergebnisse. 

 Eine ganze Reihe von Ergebnissen zum Spiel Tic Tac Toe, die in dieser Arbeit 
keine Rolle spielten. 

 Verwendete Literatur 
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A.2. Details zur Berechnung der realisierbaren Zustände 
In diesem Abschnitt soll kurz gezeigt werden, wie die in Abschnitt 4.4.2 genannten 

Funktionen zustande kommen. Hierfür ist zunächst die Betrachtung eines Beispiels 
vorteilhaft. 

 
Abbildung A.1.  Das N-Tupel, dass im Beispiel betrachtet wird. 

Beispiel 
Beispielhaft soll die Berechnung für das N-Tupel in Abb. A.1 durchgeführt werden. 

Spaltenweises Vorgehen ist am sinnvollsten (Kombinationen werden für jede Spalte 
bestimmt und im Anschluss multipliziert): 

Τܮ = ෑ ܵ݅

6

݅=0

 (A.1) 

Die einzelnen Spalten werden von oben nach unten durchlaufen. Für jeden auftre-
tenden Abtastpunkt vergrößert sich die Zahl realisierbarer Zustände der Spalte. Unten 
angekommen, hat man die Gesamtzahl für die entsprechende Spalte (݊). 

 
Kombination für die a-Spalte 

 =   =  
݊ = 3 ݊ = 3 
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Kombination für die b-Spalte 
 =   =  
݊ଵ = 3 ݊ଵ = 4 

݊ = 2݊ଵ + 1 ⋅ 1 = 7 

Anmerkung: 2݊ଵ  deshalb, weil nur für einen  
gelben bzw. roten Stein oberhalb noch die 3 Kom-
binationen möglich sind. Ist ܾ (unterste Zelle der 
b-Spalte) unbelegt, dann kann es für die darüber 
liegenden Zellen nur eine Möglichkeit geben 
(nämlich leer). 

݊ = 2(݊ଵ − 1) + 1 ⋅ 1 = 7 

Anmerkung: Sollte die unterste Zelle ܾ  der b-
Spalte belegt sein (Gelb oder Rot), so sind in der 
Zelle oberhalb (ܾଵ) noch drei Belegungen möglich 
(Gelb, Rot, Leer aber erreichbar), daher: 
2(݊ଵ − 1) . Ist ܾ  (unterste Zelle der b-Spalte) 
unbelegt, dann kann es für den darüber liegenden 
Abtastpunkt nur eine Möglichkeit geben (nämlich 
leer ). 

 
Kombination für die c-Spalte 

 =   =  
݊ଶ = 3 ݊ଶ = 4 

݊ଵ = 2݊ଶ + 1 = 7 ݊ଵ = 2(݊ଵ − 1) + 2 = 8 

Anmerkung: Ist die Zelle ܿଵ belegt, sind oberhalb 
noch drei Belegungen möglich; daher: 2(݊ଵ − 1). 
Ist ܿଵ unbelegt, so kann ܿଶ nur den Zustand "Leer" 
annehmen, ܿଵ aber "Leer" und "Leer und erreich-
bar"; daher noch die Addition von 2. 

݊ = 2݊ଵ + 1 = 15 

Anmerkung: Analog zur b-Spalte. 

݊ = 2(݊ଵ − 1) + 1 = 15 

Anmerkung: Analog zur b-Spalte. 

 
Kombination für die d-Spalte 

 =   =  
݊ଷ = 3 ݊ଷ = 4 

݊ଶ = ݊ଷ = 3 
Anmerkung: Da die Zelle ݀ଶ kein Abtastpunkt des 
N-Tupels ist, ändert sich nichts weiter. 

݊ଶ = ݊ଷ = 4 

Anmerkung: Da die Zelle ݀ଶ kein Abtastpunkt des 
N-Tupels ist, ändert sich nichts weiter. 

݊ଵ = 2݊ଶ + 1 = 7 ݊ଵ = 2݊ଶ + 2 = 10 

Anmerkung: Sollte die Zelle ݀ଵ belegt sein (Rot 
oder Gelb), dann sind in Abtastpunkt ݀ଷ nach wie 
vor alle 4 Kombinationen möglich (daher: 2݊ଶ). 
Dies liegt daran, dass zwischen beiden Abtast-
punkten eine Zelle liegt, die nicht am N-Tupel 
beteiligt ist. 

݊ = ݊ଵ = 7 

Anmerkung: Die unterste Zelle ݀  stellt keinen 
Abtastpunkt des Tupels dar, daher ändert sich am 
Ergebnis nichts. 

݊ = ݊ଵ = 10 

Anmerkung: Die unterste Zelle ݀  stellt keinen 
Abtastpunkt des Tupels dar, daher ändert sich am 
Ergebnis nichts. 
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Da die nachfolgenden Spalten keine Abtastpunkte enthalten, ändert sich am Ergeb-
nis ansonsten nichts weiter. 

 
Gesamtergebnis für das Beispiel 

 =   =  
ܮ = 3 ⋅ 7 ⋅ 15 ⋅ 7 = ܮ 2205 = 3 ⋅ 7 ⋅ 15 ⋅ 10 = 3150 

 
 
Schlussfolgerungen 
Beim Durchlaufen der Spalten von oben nach unten gilt: 

 Allgemein gilt ݊ = ݊ାଵ, wenn die aktuelle Zelle KEIN Element (Abtastpunkt) 
des N-Tupels ist. 

 Ist die die aktuelle Zelle ein Abtastpunkt des N-Tupels 
o und weiterhin ݉ = 3, dann gilt: ݊ = 2݊ାଵ + 1. 
o und ݉ = 4: 

 Ist die Zelle direkt oberhalb auch ein Abtastpunkt, dann gilt: 
݊ = 2(݊ାଵ − 1) +  .ݖ

 Ist die Zelle direkt oberhalb KEIN Abtastpunkt, dann gilt: 
݊ = 2݊ାଵ +  .ݖ

 Hierbei ist zu beachten, dass ݖ = 1, wenn die aktuelle Zelle 
die Unterste der Spalte ist; ansonsten ist ݖ = 2 

 
Im Folgenden werden Funktionen ܵ(ݕ,ݔ) gesucht, die für eine Spalte ݔ ∈ ℕ die 

Anzahl der Kombinationen berechnet. Der Zeilen-Parameter ݕ ∈ ℕ0 dient hierbei der Rekursi-
on. Die Herleitung soll zunächst für die Fälle ݉ = 3 und ݉ = 4 getrennt geschehen. Beide 
Funktionen sollen jedoch in 

Τܮ = ෑ ܵ݉(݅, 0)
6

݅=0

 (A.2) 

einsetzbar sein. 
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Herleitung einer Funktion ࡿ(࢟,࢞) für  =  
Es müssen lediglich die zwei betreffenden Punkte aus den Schlussfolgerungen be-

rücksichtigt werden. Daher ist schnell ersichtlich, dass sich die Funktion folgenderma-
ßen beschreiben lässt: 

ܵଷ(ݕ,ݔ) = ቐ
ݕ,ݔ)ܵ + 1), ݕ < 6	 ∧ (ݕ,ݔ)	 ∉ Τ

ݕ,ݔ)2ܵ + 1) + 1, ݕ < 6	 ∧ (ݕ,ݔ)	 ∈ Τ
1, ݕ ≥ 6

	 (A.3) 

Durch die Rekursion, ergibt sich für jede Spalte eine Form, die dem Horner-Schema 
entspricht (abhängig von der Zahl der Abtastpunkte innerhalb einer Spalte): 

ܵଷ(ݔ) = 2 ⋅ (⋯ 2 ⋅ (2 ⋅ 1 + 1) + ⋯ ) + 1 (A.4) 

bzw.: 

ܵଷ(ݕ,ݔ) = 1 + 2ଵ + ⋯+ 2 =
1 − 2ାଵ

1 − 2
= 2ାଵ − 1	 (A.5) 

mit der Anzahl ݇ der Abtastpunkte je Spalte: 

݇ = ݔ), ݆)
௬

ୀହ

 (A.6) 

Herleitung einer Funktion ࡿ(࢟,࢞) für  =  
Für den Fall ݉ = 4 sind einige Punkte mehr zu beachten. Zum einen muss der – in 

den Schlussfolgerungen beschriebene – Parameter ݖ den Wert 1 liefern, wenn die ak-
tuelle Zelle die Unterste der Spalte ist und ansonsten den Wert 2. Da die Spalte hierfür 
keine Rolle spielt ,lässt sich folgende Aussage treffen: 

(ݕ)ସݖ = ൝
2, 1 ≤ ݕ < 6
1, ݕ = 0
0, ݐݏ݊ݏ

	 (A.7) 

Weiterhin muss – wenn die aktuelle Zelle ein Element des N-Tupels darstellt – ge-
prüft werden, ob die Zelle oberhalb auch ein Abtastpunkt ist (dadurch resultiert: 
݊ = 2(݊ାଵ − 1) + oder aber nicht (݊ (ݖ = 2݊ାଵ +  Eine Funktion, die hierfür .(ݖ
geeignet scheint, lautet:  

(ݕ,ݔ) = ൜1, (ݕ,ݔ) ∈ Τ
0, ݐݏ݊ݏ ݕ,ݔ				ݐ݅݉								 ∈ ℕ (A.8) 

Setzt man diese Teilergebnisse zusammen, erhält man die Funktion für die Variante 
݉ = 4: 
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ܵସ(ݕ,ݔ) = ቐ
ݕ,ݔ)ܵ + 1), ݕ < 6	 ∧ (ݕ,ݔ)	 ∉ Τ

2൫ܵ(ݕ,ݔ + 1) − ݕ,ݔ)	 + 1)൯ + ,(ݕ)ସݖ ݕ < 6	 ∧ (ݕ,ݔ)	 ∈ Τ
1, ݕ ≥ 6

 (A.9) 

 
Herleitung einer allgemeingültigen Funktion (࢟,࢞)ࡿ für  =  und  =  

Da ܵଷ(ݔ, -sich bereits stark ähneln, soll eine allge (A.3 bzw. A.9) (ݕ,ݔ)und ܵସ (ݕ
meingültige Funktion, die beide Varianten vereint, ermittelt werden. Ein Vergleich zwi-
schen ܵଷ(ݕ,ݔ) und ܵସ(ݕ,ݔ) liefert bereits zu Beginn: 

ܵ(ݕ,ݔ) = ቐ
ݕ,ݔ)ܵ + 1), ݕ < 6	 ∧ (ݕ,ݔ)	 ∉ Τ
,(ݕ,ݔ)ܣ ݕ < 6	 ∧ (ݕ,ݔ)	 ∈ Τ

1, ݕ ≥ 6
	 					 ݉	ݐ݅݉, ∈ {3,4} (A.10) 

mit 

(ݕ,ݔ)ଷܣ = ݕ,ݔ)2ܵ + 1) + 1 = ݕ,ݔ)2ܵ + 1) +  (A.11) (ݕ)ଷݖ

und 

(ݕ,ݔ)ସܣ = 2൫ܵ(ݕ,ݔ + 1) − ݕ,ݔ)	 + 1)൯ +  (A.12) (ݕ)ସݖ

Da der Term ݕ,ݔ) + 1) in A.12 nur für den Fall ݉ = 4 berücksichtigt werden soll, 
kann man diesem den Faktor (݉ − 3) voranstellen. Weiterhin ist es möglich, eine 
Funktion (ݕ)ݖ zu finden, die (ݕ)3ݖ = 1 und (ݕ)4ݖ vereint: 

(ݕ)ݖ = (ݕ)ݖ = ൝
݉ − 2, 1 ≤ ݕ < 6

1, ݕ = 0
0, ݐݏ݊ݏ

ݕ				ݐ݅݉									 ∈ ℕ (A.13) 

Dadurch ergibt sich 

(ݕ,ݔ)ܣ = 2൫ܵ(ݕ,ݔ + 1) −	(݉ − ݕ,ݔ)(3 + 1)൯ +  (A.14) (ݕ)ݖ

und letztendlich: 

ܵ(ݕ,ݔ) = ቐ
ݕ,ݔ)ܵ + 1), ݕ < 6	 ∧ (ݕ,ݔ)	 ∉ Τ

2൫ܵ(ݕ,ݔ + 1) −	(݉ − ݕ,ݔ)(3 + 1)൯ + ,(ݕ)ݖ ݕ < 6	 ∧ (ݕ,ݔ)	 ∈ Τ
1, ݕ ≥ 6

	 (A.15) 

bzw.: 

		ܵ(ݕ,ݔ) 				= 	 ൜[1 − [(ݕ,ݔ) ⋅ ݕ,ݔ)ܵ + 1) + (ݕ,ݔ) ⋅ ,(ݕ,ݔ)ܣ ݕ < 6
1, ݕ	 ≥ 6 

				= 		 ቊܵ(ݕ,ݔ + (ݕ,ݔ))(1 + 1) + (ݕ)ݖ൫(ݕ,ݔ) − 2(݉ − ݕ,ݔ)(3 + 1)൯, ݕ < 6
1, ݕ	 ≥ 6

 

(A.16) 
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A.3.  Anzahl der non-terminalen Stellungen in Tic Tac Toe 
 
Terminale Stellung: Stellung, bei der unmittelbar eine Aussage über Sieg, Niederla-

ge oder Unentschieden getroffen werden kann und kein weiterer Zug mehr möglich ist. 
 
Anzahl der Stellungen mit 0 Spielsteinen 

Es gibt nur eine solche Stellung, daher: 

݊ = 1 (A.17) 

Anzahl der Stellungen mit einem Spielstein 
Der anziehende Spieler hat neun Möglichkeiten, um seinen Stein zu setzen, da noch 

kein Feld belegt ist: 

݊ଵ = 9 (A.18) 

Anzahl der Stellungen mit zwei Spielsteinen 
Jeder Spieler setzt jeweils einen Stein, die beide unterscheidbar sind: 

݊ଶ = 9 ⋅ 8 = 72 (A.19) 

Anzahl der Stellungen mit drei Spielsteinen 
Der Anziehende platziert zwei Spielsteine auf dem Feld, der Nachziehende nur ei-

nen. Zu beachten ist, dass die beiden Spielsteine des Anziehenden nicht unterscheid-
bar sind (Objekte einer Klasse). Durch die Vertauschung dieser beiden Steine entsteht 
wieder dieselbe Stellung. 

݊ଷ =
9 ⋅ 8 ⋅ 7

2
= 252 (A.20) 

Anzahl der Stellungen mit vier Spielsteinen 
Jeweils zwei Felder des Spielfeldes werden durch die beiden Spieler belegt. Hierbei 

handelt es sich um vier Objekte zweier Klassen.  

݊ସ =
1

2 ⋅ 2
⋅

9!
5!

= 756 (A.21) 
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Im Weiteren gilt: 
 ܵ௦ sei die Menge aller möglichen Stellungen mit ݇ Spielsteinen.  
 ܵ௧ sei die Menge der terminalen Stellungen resultierend aus ݇ Spielsteinen 

(Stellungen mit einem Sieg des Anziehenden). 
 Die Menge der relevanten Stellungen ist daher: ܵ ≔ ܵ௦\	ܵ௧  , wobei 

ܵ௧ ⊂ ܵ௦. Weiterhin beschreiben	ܵ௧(ௐ) und ܵ௧(ௌ) die Menge der ter-
minalen Stellungen für Weiß (Anziehender) bzw. Schwarz. 

 
Anzahl der Stellungen mit fünf Spielsteinen 
 

Die Gesamtzahl aller Stellungen mit fünf Spielsteinen lautet: 

หܵ݃݁ݏห =
1

3! ⋅ 2!
⋅

9!
4!

= 1260 (A.22) 

Der Anziehende setzt genau drei Spielsteine. Er kann also maximal über eine von 
acht möglichen Dreier-Reihen verfügen. Kombiniert mit den beiden anderen Spielstei-
nen ergibt sich eine Zahl von 

|ݎ݁ݐܵ| = 8 ⋅
6 ⋅ 5

2!
= 120 (A.23) 

terminalen Stellungen. Somit erhält man letztendlich: 

݊ହ = |ܵ| = หܵ݃݁\ݏ	ݎ݁ݐܵห = หܵ݃݁ݏห − |ݎ݁ݐܵ	| = 1140 (A.24) 

Anzahl der Stellungen mit sechs Spielsteinen 
Die Berechnung erfolgt ähnlich wie für ݊ହ. Es muss jedoch beachtet werden, dass 

jetzt beide Spieler terminale Stellungen erzeugen können. Es ist daher möglich, dass 
der Anziehende (Weiß) oder der Nachziehende (Schwarz) oder sogar beide gleichzeitig 
über eine Dreierreihe verfügen. Lediglich bei einer diagonalen Dreier-Reihe kann der 
jeweils andere  keine eigene Dreier-Reihe besitzen.  

หܵ݃݁ݏห =
1

3! ⋅ 3!
⋅

9!
3!

= 1680 (A.25) 

 

หܵݎ݁ݐ(ܹ)ห = หܵݎ݁ݐ(ܵ)ห = 8 ⋅
6 ⋅ 5 ⋅ 4

3!
= 160 (A.26) 

Es muss lediglich beachtet werden, dass in gewissen Stellungen beide Spieler jeweils 
eine Dreier-Reihe besitzen. Diese Stellungen dürfen nicht doppelt gezählt werden. Da-
her wird noch หܵ௧(ௐ) ∩ ܵ௧(ௌ)ห von der Anzahl der terminalen Stellungen subtrahiert. 
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Folgende Punkte sind hierbei zu beachten, die auch im Weiteren gelten: 

1. Diagonale Dreier-Reihen können in diesen Stellungen nicht vorhanden sein. 
2. Das Spielfeld lässt jeweils drei vertikale und horizontale Dreier-Reihen zu.  

(Faktor: 3) 
3. Eine horizontale / vertikale Dreier-Reihe kann mit zwei weiteren horizontalen / 

vertikalen Reihen des Gegners kombiniert werden. (Faktor: 2) 
4. Horizontale und vertikale  Reihen müssen nicht separat betrachtet werden. Es 

reicht aus, dies für eine Variante zu berechnen und die Zahl anschließend mit 
zwei zu multiplizieren. 

Beachtet man diese vier Punkte so erhält man: 

หܵݎ݁ݐ(ܹ) ∩ ห(ܵ)ݎ݁ݐܵ = 3⏞
௧.		ଶ

⋅ 2⏞
௧.		ଷ

⋅ 2⏞
௧.		ସ

= 12 (A.27) 

 

|ݎ݁ݐܵ| = หܵݎ݁ݐ(ܹ)ห + หܵݎ݁ݐ(ܵ)ห − หܵݎ݁ݐ(ܹ) ∩ ห(ܵ)ݎ݁ݐܵ = 308 (A.28) 

 

݊ = |ܵ| = หܵ݃݁\ݏ	ݎ݁ݐܵห = 1372 (A.29) 

Anzahl der Stellungen mit sieben Spielsteinen 
Die Berechnung kann analog zum vorherigen Abschnitt durchgeführt werden: 

หܵ݃݁ݏห =
1

4! ⋅ 3!
⋅

9!
2!

= 1260 (A.30) 

Die Anzahl an terminalen Stellungen, die beide Spieler erzeugen, lautet: 

หܵݎ݁ݐ(ܹ)ห = 8 ⋅ 6⏞
ௐ

⋅
6 ⋅ 5 ⋅ 4ᇩᇭᇪᇭᇫ

ௌ

3!
= 480 

(A.31) 

 

หܵݎ݁ݐ(ܵ)ห = 8 ⋅
6 ⋅ 5 ⋅ 4 ⋅ 3ᇩᇭᇭᇪᇭᇭᇫ

ௐ

4!
= 120 

(A.32) 

 

หܵݎ݁ݐ(ܹ) ∩ ห(ܵ)ݎ݁ݐܵ = 3 ⋅ 2 ⋅ 2ᇩᇭᇪᇭᇫ
௦	.ଶ

⋅ 3⏞

௧௭௧	
ௌ௦௧	ௐ

= 36 
(A.33) 

Damit folgt unmittelbar: 

|ݎ݁ݐܵ| = หܵݎ݁ݐ(ܹ)ห + หܵݎ݁ݐ(ܵ)ห − หܵݎ݁ݐ(ܹ) ∩ ห(ܵ)ݎ݁ݐܵ = 564 (A.34) 

 

݊ = |ܵ| = หܵ݃݁\ݏ	ݎ݁ݐܵห = 696 (A.35) 
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Anzahl der Stellungen mit acht Spielsteinen 
Auch bei acht Spielsteinen kann jeder Spieler max. eine Dreier-Reihe erzeugen (bei 

9 Steinen könnte der Anziehende theoretisch zwei erhalten). 

หܵ݃݁ݏห =
9!

4! ⋅ 4!
= 630 (A.36) 

Die Anzahl an terminalen Stellungen, die beide Spieler erzeugen lautet: 

หܵݎ݁ݐ(ܹ)ห = หܵݎ݁ݐ(ܵ)ห = 8 ⋅ 6⏞
ௐ

⋅
5 ⋅ 4 ⋅ 3 ⋅ 2ᇩᇭᇭᇪᇭᇭᇫ

ௌ

4!
= 240 

(A.37) 

 

หܵݎ݁ݐ(ܹ)ห = หܵݎ݁ݐ(ܵ)ห = 8 ⋅ 6⏞
ௌ

⋅
5 ⋅ 4 ⋅ 3 ⋅ 2ᇩᇭᇭᇪᇭᇭᇫ

ௐ

4!
= 240 

(A.38) 

 

หܵݎ݁ݐ(ܹ) ∩ ห(ܵ)ݎ݁ݐܵ = 3 ⋅ 2 ⋅ 2ᇩᇭᇪᇭᇫ
௦	.ଶ

⋅ 3 ⋅ 2ฑ

௧௭௧	ௌ௦௧	
ௗ	ௌ

= 72 
(A.39) 

 

|ݎ݁ݐܵ| = หܵݎ݁ݐ(ܹ)ห + หܵݎ݁ݐ(ܵ)ห − หܵݎ݁ݐ(ܹ) ∩ ห(ܵ)ݎ݁ݐܵ = 408 (A.40) 

Daraus ergibt sich: 

଼݊ = |ܵ| = หܵ݃݁\ݏ	ݎ݁ݐܵห = 222 (A.41) 

Anzahl der Stellungen mit neun Spielsteinen 
Alle Stellungen mit 9 Spielsteinen sind zwangsläufig terminale Stellungen (Unent-

schieden / Sieg für den Anziehenden). Diese sind also in diesem Fall nicht relevant. 
 
Zusammenfassung 

Letztendlich ergibt sich eine Zahl von 

݊ = ݊

଼

ୀ

= 4520 (A.42) 

non-terminalen Stellungen. 
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